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OZET

YUKSEK BOYUTLU SAGKALIM VERILERININ DENETIMLi TEMEL
BILESENLER, CEZALI COX REGRESYON VE ASIRI OGRENME MAKINELERI
YONTEMLERI iLE KARSILASTIRMALI ANALIZI

Cantas Tiirkis F. Aydin Adnan Menderes Universitesi, Saghk Bilimleri Enstitiisii,
Biyoistatistik Programi, Doktora Tezi, Aydin, 2022.

Amag¢: Bu calismanin amaci farkli sansiir oranlarina gore tiiretilen yiliksek boyutlu sagkalim
verilerinde asir1 6grenme makineleri tabanl sagkalim modelleri, denetimli temel bilesenler
analizi ile Lo-cezali Cox regresyon modellerinin sagkalim siiresi ve kisa donem sagkalim
durumu tahminindeki performanslarimin  karsilastirilmasi,  birbirlerine  benzerlik  ve

birbirlerinden farkliliklarinin belirlenmesidir.

Gerec ve Yontem: n=200 birim ve aralarindaki korelasyon diizeyi -0,7 ile 0,7 arasinda degisen
p=1000 gen ifade degeri igeren yiiksek boyutlu sagkalim veri setleri rastgele tliretilmistir.
Tiiretilen veri setleri 70:30 oraninda egitim ve test setlerine rastgele ayrilmistir. Egitim setleri
kullanilarak asir1 6grenme makineleri tabanli sagkalim, denetimli temel bilesenler ve Lz-cezali
Cox regresyon modelleri egitilmistir. 1000 dongii ile gergeklestirilen simiilasyon sonunda
modellerin test setinde sagkalim siiresi ve kisa donem sagkalim tahminlerine iliskin
performanslarinin belirlenmesi i¢in C-indeks, integrali alinmis Brier skoru, duyarlilik,
ozgullik, dogruluk, negatif tanimlama, pozitif tanimlama oranlar1 ile pozitif tanimlama orani-
duyarlilik egrisi altinda kalan alan, alici islem karakteristigi egrisi altinda kalan alan, F1 skoru,
Cohen’in kappa katsayist ve Matthews korelasyon katsayist performans Olciitleri

hesaplanmustir.

Bulgular: Simiilasyon bulgulart incelendiginde, ¢alismada kullanilan sagkalim modellerinin
performanslarinin birbirine yakin oldugu belirlenmistir. Sagkalim modellerinin hem sagkalim
stiresi hem de kisa donem sagkalim tahminine iligkin performanslarinin sansiir oranindaki artig
ile diisiis egiliminde oldugu gézlenmistir. Uygulanan agamali kiimeleme analizine gore, degisen
sansiir oranlarina gore birbirine yakin performans gdsteren yontemlerin ayni kiimede yer aldig1
tespit edilmistir. Tiim senaryolarda olabilirlik tabanli boosting asir1 grenme makineleri ve Lo-

cezali Cox regresyon analizi yontemlerinin birbirine en yakin performans gosteren yontemler
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oldugu, model tabanli boosting asir1 O6grenme makineleri yonteminin ise diger tiim

yontemlerden daha uzak ve diistik bir performans gosterdigi dikkat ¢ekmistir.

Sonu¢: Sonug¢ olarak, sagkalim verilerindeki sansiir oranmin yiiksek olmasi sagkalim
modellerinin performanslarini olumsuz etkilemektedir. Modellerin yiiksek boyutlu sagkalim
verilerinin analizindeki performanslari birbirine yakin oldugundan, denetimli temel bilesenler
analizi gibi boyut indirgeme yoOntemlerinin ve cezali modellerin yerine yiiksek boyutlu
sagkalim verilerini Ozellikle dogrudan analiz edebilen asir1 6grenme makineleri tabanh

sagkalim modellerinin kullanish ve diger yontemlere tercih edilebilir oldugu ortaya konmustur.

Anahtar kelimeler: Asirt 6grenme makineleri, Cezali Cox regresyon analizi, Denetimli temel

bilesenler, Sagkalim, Simiilasyon
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ABSTRACT

COMPARATIVE ANALYSIS OF HIGH DIMENSIONAL SURVIVAL DATAWITH
SUPERVISED PRINCIPAL COMPONENTS, PENALIZED COX REGRESSION,
AND EXTREME LEARNING MACHINES METHODS

Cantas Tiirkis F. Aydin Adnan Menderes University, Health Sciences Institute,
Biostatistics Program, Doctorate Thesis, Aydin, 2022.

Objective: The goal of the study is to compare the performances of extreme learning machines-
based survival, supervised principal components analysis, and L>-penalized Cox regression
methods and determine similarity and differences among the models in the prediction of
survival time and short-term survival in high dimensional survival datasets generated by

varying censoring rates.

Material and Methods: Gene expression survival datasets containing n=200 units and p=1000
gene expression levels whose correlation levels were changing between -0.7 and 0.7 were
randomly generated. Simulated datasets were then randomly divided into training and test sets
in a 70:30 ratio. Extreme learning machines-based survival, supervised principal components,
and L»-penalized Cox regression models were trained in a training set. At the end of the 1000
times repetitive simulation, Harrell's concordance index value, integrated Brier score,
sensitivity, specificity, accuracy rates, and negative predictive value, positive predictive value,
the area under precision-recall, area under the curve, F1 score, Cohen’s kappa coefficient, and

Matthew’s correlation coefficient were calculated to reveal the performances of the methods.

Results: When the simulation results were examined, it was determined that the survival
models’ performances were close to each other. It was also observed that the performances of
survival models concerning the prediction of both survival time and short-term survival tend to
decrease by increasing the censoring rate. According to the applied hierarchical clustering
analysis, it was determined that the methods that perform close to each other according to the
varying censoring rates were in the same cluster. It was noted that in all scenarios, an extreme
learning machine Cox model with likelihood-based boosting and L.-penalized Cox methods
were the methods that showed the closest performance to each other. In contrast, an extreme
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learning machine Cox model with a gradient-based boosting method showed far lower

performance than other methods.

Conclusion: To conclude, the high rate of censoring in survival data adversely affects the
performance of the survival models. Since the performances of the models in the analysis of
high-dimensional survival data were close to one another, it was revealed that extreme learning
machines-based survival models, which can directly analyze high-dimensional survival data,
were useful and can be preferred instead of dimension reduction methods such as supervised

principal component analysis, and penalized models.

Keywords: Extreme learning machines, Penalized Cox regression model, Simulation,

Supervised principal components, Survival
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1. GIRIS

Gelisen teknoloji ile birlikte birgok alanda oldugu gibi saglik alaninda da veri toplamak
ve toplanan verileri saklamak daha da kolay hale gelmistir. Bu durum, veri boyutundaki artis
da beraberinde getirmistir. Veri boyutundaki artis ile birlikte degisken sayisinin gozlem

sayisindan fazla olmasi1 durumu yiiksek boyutlu veri kavramini ortaya ¢ikarmistir.

Verinin yiikksek boyutlu olmasi, incelenen birimler hakkinda ¢ok fazla bilgi elde
edilmesini miimkiin kilmaktadir. Ornegin, bir hasta icin on binler ya da yiiz binlerce gen ifade
degeri i¢eren veri seti; hastaliklarin biyolojik siireglerini, tiimor tiirlerini ya da genler arasindaki
etkilesimin arastirilmasini saglamaktadir. Gliniimiizde, yiiksek boyutlu gen ifade veri setlerinde
regresyon, siniflandirma ya da sagkalim problemleri ¢oziimlenebilmektedir. Buna karsilik,
yiikksek boyutlu verilerden istatistiksel analizler yardimiyla bilgi elde etme siireci, ¢oklu
dogrusal baglanti, uzun analiz siiresi ve sonuglarin yorumlanmasimin gii¢liigii gibi birtakim
zorluklar da barindirmaktadir. Ayrica klasik sagkalim analizi yontemleri, teorik yapilart
nedeniyle yiiksek boyutlu verilerin analizinde dogrudan kullanilamamaktadir. Bu nedenle yeni
analiz yontemlerinin ortaya konmasi ya da varolan analiz yontemlerinin gelistirilmesi gibi
yaklagimlar arastirmacilarin odak noktasi haline gelmistir. Buna bagl olarak, klasik sagkalim
analizi modellerinde bazi degisiklikler yapilarak Lo-cezali Cox regresyon (Cox-L2) gibi
modeller gelistirilmis, denetimli temel bilesenler analizi (DTBA) gibi boyut indirgeme
yontemleri 6ne siiriilmiis ve klasik yontemler ile yeni yaklasimlar birlestirilerek asir1 6grenme
makineleri tabanli sagkalim (SELM) modelleri gibi yontemler ortaya konmustur (Bair ve
Tibshirani, 2004; Verweij ve Van Houwelingen, 1994; Wang ve Li, 2019; Wang ve digerleri.,
2018; Wang ve Zhou, 2018). Yiiksek boyutlu sagkalim verilerinin bu yontemlerle analiz
edilmesi; sagkalimi etkileyen risk faktorlerinin belirlenmesi, kanser gibi 6nemli hastaliklarin
erken teshis edilmesi ya da 5-yillik, 10-yillik sagkalim tahmini gibi kisa ve uzun dénem
risklerin belirlenmesi agisindan biiyiik 6nem tagimaktadir (Delen ve digerleri., 2005; Dhillon
ve Singh, 2020; Gitto ve digerleri., 2022; Li ve digerleri., 2021; Lou ve digerleri., 2022; Yu ve
digerleri., 2022). Literatiirde, SELM modellerinin yiiksek boyutlu sagkalim verilerinin
analizinde kullanildig1 ve baska yontemlerle karsilastirildigi calismalar  incelendiginde;
(Wang ve Zhou, 2018)’nun topluluk 6grenme ve Buckley-James tahmincili ELM (ELMBJEN,
ensemble of ELM with Buckley-James estimator), topluluk 6grenme ve cezali Cox modelli
ELM (ELMCoxEN, the ensemble of ELM with penalized Cox model), olabilirlik tabanli
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boosting ELM (ELMCoxBoost, ELM with likelihood-based boosting) ve model tabanl
boosting ELM (ELMmBoost, ELM with model-based boosting) yontemlerini log-rank
istatistigine gore boliinmiis rastgele sagkalim ormanlar1 (RSFL, random survival forests with
log-rank split), maksimum sira istatistigine gore bolinmis rastgele sagkalim ormanlar1 (RSFM,
RSF with maximally selected rank statistic splitting), C-indekse goére boliinmiis rastgele
sagkalim ormanlar1 (RSFC, RSF with C-index splitting), L1-cezali Cox regresyon (Cox-L1) ve
Cox-L2 yontemlerini yiiksek boyutlu gergek sagkalim veri setlerinde karsilastirdiklart
goriilmistiir. (Wang ve Li, 2019)’nin ¢alismasinda ise, pargali uyarlanabilir ridge ELMCox
(ELMCoxBAR, Cox regression via broken adaptive ridge) modeli ileri siiriilmiis ve
ELMCoxBAR modelinin performanst Cox-L1, Cox-L2, RSF, RSFL, RSFM ve boosting tabanl

Cox regresyon (CoxBoost) modelleri ile karsilastirilmistir.

Tim bagimsiz degiskenleri kullanarak yiiksek boyutlu sagkalim verilerini analiz eden
yontemler diginda, bu tiir verileri analiz etmenin bir bagka yolu da sagkalim ile iligkili bagimsiz
degiskenleri belirleyerek analize dahil etmektir. Bu amagla (Bair ve Tibshirani, 2004)
tarafindan gelistirilmis DTBA yontemi; yiiksek boyutlu sagkalim verilerinde sagkalim ile
iligkili genlerin belirlenerek veri boyutunun azaltilmasini saglayan bir yontem olarak goze
carpmaktadir. Caligmalarinda da DTBA’nin yiiksek boyutlu gergek ve tiirettikleri gen ifade veri
setlerinde sagkalim tahmin performansinin basarili oldugunu belirtmislerdir. Literatiirde
DTBA’nin alternatif yontemlerle simiilasyon ya da gercek gen ifade verilerinde karsilastirildigi
baska calismalar da vardir (Aktiirk Hayat ve digerleri., 2016; Bair ve digerleri., 2006; Tiire ve
Kurt Omiirlii, 2018). Fakat SELM yontemleri ve DTBA’nin simiilasyonla karsilastirildig
caligma literatiirde heniiz yer almamaktadir. Ulusal ve uluslararasi literatiirde; degisen sansiir
oranlarina gore tiiretilen yiiksek boyutlu sagkalim verilerinin analizinde SELM modelleri,
DTBA ve Cox-L» sagkalim analizi yontemlerinin simiilasyon ile karsilastirildigi, birbirine
benzer performans gdsteren yontemlerin belirlendigi baska bir ¢aligma olmamasi ¢aligmamizi

0zgilin kilmaktadir.

1.1. Tezin Amaci

Bu c¢alismada, degisen sanslir oranlarina gore tiliretilen yiiksek boyutlu sagkalim
verilerinin sagkalim siiresi ve kisa donem sagkalim durumu tahminine iliskin analizinde DTBA,
Cox-L,, ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCoxEN ve ELMmMBoost

yontemlerinin C-indeks, integrali alinmig Brier skoru (IBS), duyarlilik, 6zgiilliikk, dogruluk
2



oranlar ile negatif tanimlama oran1 (NTO), pozitif tamimlama orani1 (PTO), PTO-duyarlilik
egrisi altinda kalan alan (AUPR), alic1 islem karakteristigi egrisi (ROC) altinda kalan alan
(AUC), F1 skoru, Cohen’in kappa katsayisi (Kappa) ve Matthews korelasyon katsayisi (MKK)
kriterlerine gore degerlendirilmesi amaglandi. Bu amaglar dogrultusunda ¢alismanin arastirma

hipotezleri asagida verildi:

. Yiiksek boyutlu sagkalim verilerindeki sanslir orant SELM, DTBA ve Cox-L:
yontemlerinin tahmin performanslarini etkilemektedir.
. Degisen sansiir oranina gore SELM yontemlerinin tahmin performanslart DTBA ve

Cox-L2 yontemlerinden daha yiiksektir.



2. GENEL BIiLGILER

2.1. Cezah Kismi Logaritmik Olabilirlik Fonksiyonu

p sayida bagimsiz degisken seti, X = (X1,Xp,X3, ... , Xp) bagimsiz degiskenler vektord,
Xj = (X1i» X2i, X3j) -, Xpi) 1. birimin bagimsiz degiskenler vektorii olmak tizere n * (p + 2)

boyutlu E egitim seti Esitlik (1)’deki gibi tanimlansin:

E= (Ti, 8i! Xi), i= 1,2, e, 1 (1)

Sagdan sansiirlii bir veri setinde T gercek sagkalim siiresi, C; sansiir siiresi ve §; ise sansiir

gostergesi olmak {izere gozlenen sagkalim siiresi t; Esitlik (2)’deki gibi tanimlansin:

T = min(Ti, Cl) (2)

B = (B, B2 B3 - Bp)T regresyon katsayist vektori, t ise T nin herhangi bir degeri
olmak tizere; i. birime iliskin orantisal hazard fonksiyonu h;(t), h,(t) temel hazard fonksiyonu

ile exp (x;B) hazard oraninin ¢arpimi seklinde ifade edilir:

hi(t) = ho(t) * exp (x;B) 3)

Boylece, Cox regresyon modelindeki herhangi bir (i, k) ciftine iliskin h;(t) ve hy(t)
hazard oranlar1 orantisaldir. Burada i # k ve k=1, 2, 3, ... , n olarak tanimhidir (Wang ve L1,
2019).

R(t;) = {k|tx = t;}, t; zamaninda risk altinda olan birimlerin kiimesi olmak iizere; Cox
regresyon modeline iliskin B parametreleri, Esitlik (4) ile ifade edilen kismi logaritmik

olabilirlik fonksiyonu maksimize edilerek tahmin edilir (Verweij ve Van Houwelingen, 1994).

pl(B) = XL, 8;x;B — XTI, 8ilog[Yjer(r exp(x;B)] 4)



Yari-parametrik  bir yontem olmast ve regresyon Kkatsayilariin kolaylikla
yorumlanabilmesi ile Cox regresyon modeli, diisiik boyutlu sagkalim verilerinin analizinde stk
kullanilan bir yaklagimdir. Ancak p>n olan sagkalim verilerinde veri boyutunun yiiksek olmasi
ve degiskenler arasindaki yiiksek dogrusal baglantidan dolay1r Cox regresyon modeli dogrudan
uygulanamamaktadir (Lai ve digerleri., 2013). Bu tiir verilerin modellenmesi i¢in kismi cezal
logaritmik olabilirlik tabanli Cox regresyon analizi yaklasimlari ileri stiriilmistiir. Cezali kismi
logaritmik olabilirlik fonksiyonu (pleean(B)); pa(|B;|) ceza terimi olmak iizere asagidaki

esitlik ile hesaplanir:
Pleezan(B) = pl(B) - E]P=1 pk(|8j|) (5)

Cezali Cox regresyon modeline iliskin B parametreleri, plce,an (B) fonksiyonu maksimize

edilerek tahmin edilir.

2.1.1. Parc¢ah Uyarlanabilir Ridge-Cezali Cox Regresyon Modeli

CoxBAR modeli, bir Cox ridge tahmincisi ile baslayip ardindan iteratif olarak tekrar
agirliklandirilmig ridge regresyon uygulayan, Lo-cezali bir regresyona yakinsamay1 amaglayan

cezali Cox regresyon modellerinden biridir.

An Ve &, negatif olmayan ceza belirleme parametreleri olmak tizere, COXBAR modelinin
B katsayi tahmini ilk olarak Cox-L> regresyon tahmini ile baslamaktadir (Verweij ve Van

Houwelingen, 1994):
BO = arg mBin {—Zpl(B) + &, ,pznl B,z} (6)

Yukaridaki esitlikteki B katsayisinin tahmini, Cox-L> regresyon tahmincisi ile iteratif

olarak yeniden agirliklandirilarak asagidaki esitlikle giincellenir:

~ . N B2
BK = arg mBm —2pl(B) + A, jp=1 (E(k_ll))z , k>1 (7)
j



CoxBAR modelinin B parametre tahmini asagidaki gibi bulunur:

B = Jim B0 (8)

k-

An her iterasyonda sabitlenmis olsa da, bir Onceki iterasyondan elde edilen ridge
regresyon tahminlerinin kareleri ile ters agirliklandirilir. Sonug olarak, gercek degerleri sifir
olan katsayilar bir sonraki iterasyonda daha biiyiik ceza degerine sahip olurken, gercek degeri

sifirdan farkli olan katsayilar sabit bir degere yakinsar.

Cezali modellerde ceza parametresinin degeri ¢apraz gegerlilik, Akaike bilgi kriteri ya da
Bayes bilgi kriterine gore belirlenir. Ancak CoxBAR modelinde hesaplama kisitliligi
olusturabilecek bu kriterlerden farkli olarak A = In(n) degeri ile Lo-Cezali Cox regresyon
modelinin amag fonksiyonu Bayes bilgi kriteri degerine esittir. Ayrica A = In(n) oldugunda
CoxBAR tahmin modelinin performansi &, degerinden etkilenmemektedir (Kawaguchi ve
digerleri., 2017; Wang ve Li, 2019).

2.1.2. L2-Cezali Cox Regresyon Analizi

Cox-L2 modeli, p>n olan sagkalim verilerinin analizinde ileri siiriilen cezali Cox
regresyon analizi yontemlerinden biridir. Burada ceza terimi Lo, ridge ceza terimi olarak da
bilinmektedir. Cox-L> modeli ile tahmin edilen regresyon katsayilarinin degeri sifir
civarindadir. Bu da, tim bagimsiz degiskenlerin modelde bulundugunu gosterir. Ayrica, Cox-
L> modeline iligskin tahmin degerleri A parametresinin segimine gore degiseceginden, Cox-L»
yontemi tahminleri yanhdir ancak klasik yontemlerden daha kararli sonuclar ortaya koyar. A
parametresinin en uygun degeri, hata kareler ortalamasini en kiiciik yapan degerdir (Lai ve

digerleri., 2013; Van Houwelingen ve digerleri., 2006; Verweij ve Van Houwelingen, 1994).

Cox regresyon modeline Lz-ceza parametresi eklendiginde kismi logaritmik olabilirlik
fonksiyonu asagidaki gibi elde edilir (Perperoglou, 2014; Van Houwelingen ve digerleri., 2006;

Verweij ve Van Houwelingen, 1994).

Pleczan(B,ho) = pl(B,hg) — AT A =0 9)



A‘nin sabit pozitif bir degeri i¢in B’ya gore pleezan(B,hg) fonksiyonunun maksimum
yapilmasi i¢in asagidaki esitlikler kullanilarak Newton-Raphson algoritmasi uygulanir (Van

Houwelingen ve digerleri., 2006):

PrceabBRo) = TIL181 — exp(xiB)Ho(t)]x; — A (10)

62 lcezal 'h
e BR) — —[ T2, exp(xiB) Ho(t)xix] + Alp] = —(xTQx +AL,) (11)

Burada Ho(t;) = Xs<tho(s) ve Q = kosegen(exp(x;B) Ho(t;)).

Newton-Raphson prosediiriine goére B’nin giincellenmesi ikinci kismi tiirevin tersinin

hesaplanmasini gerektirir (Van Houwelingen ve digerleri., 2006):
-1 1 —1y—
(xTQx+A1,) = S [1, — xT(xxT + 2Q1)'x]. (12)
2.2. Denetimli Temel Bilesenler Analizi

Yiiksek boyutlu sagkalim verilerindeki biyolojik ¢esitlilikten dolay1, veri setindeki tim
genlere TBA uygulanmasi durumunda elde edilen temel bilesenlerin sagkalim ile iliskili
olacaginin garantisi yoktur. Bu durumu ¢6zmek i¢cin DTBA yontemi (Bair ve Tibshirani, 2004)
tarafindan ileri stirilmistiir. DTBA yonteminde, TBA yonteminden farkli olarak veri setindeki
tim genler yerine bagimli degisken ile en giiglii iliskiye sahip olan genlerin alt kiimesi
kullanilarak denetimli temel bilesenler tahmin edilir (Bair ve digerleri., 2006; Tiire ve Kurt
Omiirlii, 2018). Gen segimi asamasinda bagimli degisken de g6z dniinde tutuldugu i¢in DTBA,
denetimli bir yontemdir (Chen ve digerleri., 2008).

n birim, p degiskenden olusan X, bagimsiz degiskenler matrisi ve y ise (nx1) boyutlu

bagiml degisken vektorii olmak iizere DTBA modelinin uygulama adimlar asagidaki gibidir

(Bair ve digerleri., 2006; Chen ve digerleri., 2008):

1. Her bir bagimsiz degisken icin standartlastirilmis regresyon katsayilari hesaplanir.



2. Capraz gegerlilik ile hesaplanan 0 esik degerinden mutlak degerce biiyiik olan katsayiya
sahip olan bagimsiz degiskenlerden indirgenmis veri matrisi olusturulur.
3. Indirgenmis veri matrisinden birinci ya da ilk birka¢ denetimli temel bilesen hesaplanir.

4. Hesaplanan temel bilesen(ler) ile bagimli degisken tahmini yapilir.

DTBA modelinin temeli tekil deger ayrismasina dayanir. Bagimsiz degiskenlerin sifir
ortalamaya gore merkezilestirildigi varsayilsin. U, D ve V sirastyla nxm, mxm, mxp boyutlu
matris ve x’in rankit m=minimum(n-1,p) olmak {izere x’in tekil deger ayrismasi asagidaki gibi
ifade edilir (Bair ve digerleri., 2006; Bair ve Tibshirani, 2004; Witten ve Tibshirani, 2010):

x = UDVT (13)

Burada D, d; tekil degerleri igeren kdsegen matrisi ifade etmektedir. Ayrica U matrisinin

stitunlar1 uq, uy, ..., uy, denetimli temel bilesenleri igermektedir dyle ki tekil degerlerin d; >

d, = -+ = dy, = 0 olarak sirali oldugu varsayilir.

s, her bir bagimsiz degiskenin y bagimli degiskeni tizerine etkilerinin ayr1 ayr1 6l¢iilmesi
amaciyla hesaplanan standartlastirilmis regresyon katsayilarinin p boyutlu vektorii olmak tizere

asagidaki gibi hesaplanir:

(14)

Cg, |s]-| > 0 olan indislerin bir kiimesi ve xg, X’in Cg’ya iliskin siitunlarindan olusan

matris olmak iizere Xg’nin tekil deger ayrismasi asagidaki gibi hesaplanir (Bair ve digerleri.,

2006):

Xg = UeDeVg (15)
Burada Ug = ug4,ugy, ..., Ugy, olarak gosterilir ve ugq,Ugo, ..., Ugy X'in sirasiyla
birinci, ikinci, ..., m. denetimli temel bilesenidir.

ug ; tahmincili tek degiskenli dogrusal regresyon modeli asagidaki gibi gosterilir (Bair
ve digerleri., 2006):



yIPO =y +9+up, (16)

ug 1, Xg nin sol tekil vektorii oldugundan sifir ortalamali birim uzunluga sahiptir. Boylece

¥ = ujy ve kesim noktasi ise ¥, y’nin ortalamasidir. 8’mn en iyi degerinin hesaplanmast icin
logaritmik olabilirlik ya da kismi logaritmik olabilirlik oran1 istatistiginin capraz gegerliligi

kullanilir (Bair ve digerleri., 2006; Bair ve Tibshirani, 2004).

Esitlik (15)’e gore Ug asagidaki gibi yazilabilir:

Ug = xgVgDp? (17)

= xgWp

olarak yazilir. Bu sebeple, ornegin; ug, Xg’nin siitunlarinin dogrusal birlesimidir: ug; =
XgWp 1. BOylece dogrusal model regresyon tahmini, Xg’daki tiim tahminciler kullamlarak

olusturulan siirlandirilmis dogrusal regresyon model tahmini olarak goriilebilir (Bair ve

digerleri., 2006):

§itO® = g 4+ 9 xgwp (18)

=¥ + xoPBo

Burada Bg = Ywg ; ile verilmistir. wg 4, Cg disindaki iliskili bagimsiz degiskenleri gostermek

iizere, elde edilen tahmin tiim p sayida bagimsiz degisken i¢in dogrusaldir.

DTBA, yiiksek boyutlu sagkalim verilerine uygulanabilir. Bu durumda, Esitlik (14) ile
belirtilen standartlagtirilmis regresyon katsayilar1 yerine skor istatistigi; Esitlik (16) ile

belirtilen tek degiskenli dogrusal regresyon modeli yerine Cox regresyon modeli kullanilir.

1;(B), x; bagimsiz degiskeni ve y bagimli degiskenine iliskin verinin logaritmik olabilirlik
ya da kismi olabilirlik fonksiyonu olsun. Ayrica U;j(Bo) = dl/dBlg=g, Ve L(Bo) =
—dzlj / dBZ|B=Bo olsun. j. tahminci igin skor istatistigi asagidaki gibi hesaplanir (Bair ve
digerleri., 2006):

_ 502
Sj = 1;(0) (19)



Hesaplanan bu istatistik, Esitlik (14) ile gosterilen standartlastirilmis regresyon

katsayilarina esittir.
2.3. Asir1 Ogrenme Makineleri (ELM)

ELM, genellestirilmis tek katmanli ileri beslemeli yapay sinir agi (SLFN) yapisina sahip
bir makine 6grenme yontemidir (Huang, 2014; HuangChen ve digerleri., 2006; Huang ve
digerleri., 2004; HuangZhu ve digerleri., 2006; Kasun ve digerleri., 2016).

ELM teorisine gore w; gizli katman agirliklar: ve b; bias degerleri rastgele olusturulur ve
bu degerler egitim setinden bagimsizdir ve bu parametrelerin ayarlanmasina gerek yoktur
(Kasun ve digerleri., 2016). Sadece egitim hatasini minimum yapan geri yayilimhi 6grenme
algoritmasindan farkli olarak, ELM algoritmasi hem egitim hatasin1 hem de ¢ikt1 agirliklarini
minimum yapmaktadir (Kasun ve digerleri., 2016; Rumelhart ve digerleri., 1986). Cikti
agirliklarimin - minimum olmasi ise genellestirme performansinin daha iyi olmasim
saglamaktadir (Huang ve digerleri., 2011). Bu teorinin uygulanabilirligi evrensel yakinsama
teoremine dayanmaktadir. Evrensel yakinsama teoremine gore; sabit olmayan, parcali siirekli
bir g fonksiyonu igin f(x) siirekli ¢ikti fonksiyonu, uyarlanabilir g gizli diigimlerini igeren
SLFN yapilar1 ile tahmin edilecekse, bdyle bir SLFN yapisina iligkin gizli digtiim
parametrelerinin ayarlanmasina gerek yoktur. Kisaca, f(x) siirekli ¢ikt1 fonksiyonu ve L gizli

diigiim sayis1 olmak iizere rastgele tiiretilmis bir {w;, b;}L_, dizisi i¢in

lim [IfGo) — £, GOl = lim [|fx) — Ziz; g(x, wi, b)Bi|| = 0 (20)

esitligi, ||f(x) — f.(x)|| normunu en kiigiik yapan p degerleri i¢in tammlidir (HuangChen ve
digerleri., 20006).

n gozlem sayisi, p bagimsiz degisken sayisi, y; € R™ her gozleme iliskin bagiml
degisken degeri (Regresyon problemlerinde m=1, siniflandirma problemlerinde m>2) olmak
lizere egitim seti {(x;,y;)|x; € RP,y; € R™}L; olsun. Buna gore g(.) aktivasyon fonksiyonu;
w; € RP, giris ve ¢ikt1 katmani arasinda yer alan, herhangi bir siirekli olasilik dagilimindan
rasgele tliretilmis giris agirliklart vektorii; b;, 1. gizli katmana iligkin bias ve =

[B1, ooy Bis - BLIT cikti agirliklart vektorii ve h(x) = [hy (%), hy(x), ..., h (x)]T ise gizli
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katmanlar1 belirtmek iizere bir SLFN asagidaki esitlikle gosterilir (Sekil 1) (HuangZhu ve
digerleri., 2006; Wang ve Li, 2019):

f.00 = Xiz; 8¢ Wi, by) Bi = h(x)B (21)

H = [h(x;),h(x), ..., h(x,) ]T olmak iizere B ¢ikt1 agirliklarinin ¢dziimii egitim hatasim

minimum yapan degere esittir (Lu ve digerleri., 2019):

B = argmin|ly — HB|| (22)

Cikt1 agirhiklarinin optimal tahmini Moore-Penrose genellestirilmis tersi (HT) ile

asagidaki gibi temsil edilebilir:

B=H'y (23)
H'‘nin ¢oziimii icin dik izdiisiim kullanilabilir:
Ht = (HTH) 'HT (24)

Ridge regresyon teorisine gore daha kararli ve daha iyi genellestirilebilir sonuglar elde
edilebilmesi icin HTH matrisinin kdsegenlerine pozitif bir deger eklenebilir (Huang ve
digerleri., 2011; Wang ve Li, 2019). Boylece I,,, birim matris olmak iizere ¢ikt1 agirliklarinin

kapali formdaki ¢6ziimii asagidaki esitlikle gosterilir (Kasun ve digerleri., 2016):

B=mnY (% + HHY)_l y (25)
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Rasgele agirhik ve bias atanmasi Kisitlamalara dayah 6grenme adimi

Sekil 1. ELM yapist

H fonksiyonu bilinmiyor ya da kapali formda ise ELM yapisi pozitif tanimli herhangi bir
¢ekirdek doniisiimii (K) ile de olusturulabilir (Lu ve digerleri., 2019).

KT(Xi)B =Vi— &, i= 1,2, | (26)

kisiti ile ¢ekirdek ELM ya da g¢ekirdek fonksiyonlu SLFN yapisi optimizasyon formunda

B 2 2 2 i=1¢i

Burada g, i. egitim hatasi, C ise B Ve € arasindaki denge parametresidir.

Uygun ¢ekirdek doniisiimii ile, ¢oziillememis dogrusal bir problem cekirdek uzayinda
¢oziilebilir bir dogrusal probleme doniistiiriilebilir. Karush-Kuhn-Tucker teoremine (Fletcher,
2013) gore ve ardindan uygulanan a; Lagrange ¢arpani ile B ¢ikt1 agirliklarinin ¢6ziimii saglanir

(Huang, 2014):

. C
min {L = 2[IBlI3 +SX1, €2 — B, (KT (x)B — i + £} (28)
B,a,e

12



Kismi tiirevler sifira esitlendikten sonra Karush-Kuhn-Tucker kosullar1 asagidaki gibi

yazilabilir:
2L-0 j=1,..,L=>B=Ka (29)
dB;
L -0, i=1..,n >a=Ce (30)
asi
oL .
a_ai:O' i=1,..,n =>Kﬁ—y+£=0 (31)

Burada ¢ = [@(xy), (x3), ..., 9(x,) 1T cekirdek ¢ikt1 fonksiyonudur. Buna gére ¢ikti
fonksiyonu asagidaki sekilde ifade edilebilir:

f(x) = @ a =@ T()PT(1,/C+ by (32)

Burada I,,, n-boyutlu birim matristir. Ridge teorisine gore I,,/C ¢ikti agirhiklarinin
modelin genellestirme performansini artirmaktadir (Fill ve Fishkind, 2000; Hoerl ve Kennard,

1970). Cekirdek matrisi ise asagidaki gibi tanimlidir:
K= (I)(I)TZ Ki,j = (p(xi) * (p(X]) = k(Xi, Xl) (33)

Boylece ¢ikt1 fonksiyonunun kompakt formiilii asagidaki esitlikle gosterilir:

f(x) = [k(x,x1),k(%,%X3), ..., k(x,x,)]a (34)

Burada o = (I,/C + K)™'y, kullanilan cekirdek fonksiyonu ile elde edilen ¢ikt1
agirliklaridir (Huang, 2014; Lu ve digerleri., 2019).

2.3.1. Cezah Cox Modelli Asir1 Ogrenme Makineleri (ELMCox)

ELMCox modelinde; cezali Cox regresyon modelinde yer alan bagimsiz degiskenlerin
dogrusal birlesimi yerine ELM sinir ag1 modelinin dogrusal olmayan ¢ikti fonksiyonu yer
almaktadir. Buna gore, ELMCox modeline iliskin kismi logaritmik olabilirlik fonksiyonu

asagidaki forma dontisiir:
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PIELM, (B, ho) = BIL, 8if(x) — BIL, ilog[Tjercry exp(fG0)] —328T6 120  (35)

Esitlik (35)’ten B katsayilari tahmin edilmektedir. ELMCox yontemi, cezali Cox
yonteminin dogrusal olmayan bir uzantisi olarak kabul edilebilir (Dhillon ve Singh, 2020;
Wang ve Li, 2019; Wang ve digerleri., 2018; Wang ve Zhou, 2018). ELMCox modelinde bir
birime ait hazard oran1 asagidaki gibi hesaplanir (Dhillon ve Singh, 2020):

hy(t) = ho(t) * exp (f(x;)) (36)
2.3.2. Topluluk Ogrenme ve Cezah Cox Modelli Asir1 Ogrenme Makineleri (ELMCoXEN)

ELMCoxEN modeli, ELMCox modeli ile elde edilen tahmin degerlerinin daha kararl
sonuglar vermesi amaciyla ileri sliriilmiistiir. Bu modelde, rasgele orman algoritmasi tabanl
topluluk 6grenme yonteminden yararlanilmistir (Dhillon ve Singh, 2020; Wang ve Zhou, 2018).
Boylece, p sayida bagimsiz degisken arasindan m sayida bagimsiz degisken igeren bootstrap
orneklem rasgele olusturulur. Regresyon problemlerinde genellikle m = p/3 iken
siniflandirma problemlerinde ise m = \/ﬁ seklinde belirlenir (N. Altman ve Krzywinski, 2017;
Breiman, 2001; James ve digerleri., 2013; Wang ve digerleri., 2018). Belirlenen 6rneklem sayis1
kadar ELMCoXEN modeli kurulur. Regresyon problemlerinde her 6rneklemden elde edilen

tahminlerin ortalamasi alinirken simiflandirma problemlerinde ise oylama yonteminden

yararlanilir (Breiman, 2001, 2004).

2.3.3. Parcal Uyarlanabilir Ridge Cezali Cox Modelli Asirm Ogrenme Makineleri
(ELMCoxBAR)

Orantisal hazard ve regresyon katsayilarinin dogrusalligi varsayimlart cezali Cox
modellerinin potansiyel kisithliklaridir. Ciinkii gerekli varsayimlar saglanmadiginda Cox
regresyon modeli kurulmasi uygun degildir. Boyle durumlarda ELM gibi parametrik olmayan
ve lineer olmayan sinir ag1 modelleri kullanisli olabilmektedir. ELMCoxBAR modelinde BAR
ceza terimli ELMCox modeli olusturulur. Bu model, Esitlik (4)’te yer alan bagimsiz

degiskenlerin dogrusal birlesimleri ile sinir agmin ¢iktt katmani fonksiyonunun yer
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degistirilmesiyle olusturulur (Dhillon ve Singh, 2020; Wang ve Li, 2019; Wang ve Zhou, 2018;
Yang ve digerleri., 2021). Cikt1 fonksiyonu Esitlik (33)’teki ¢ekirdek fonksiyonu olmak tizere
ELMCoxBAR algoritmasina iliskin uygulama adimlari asagidaki gibidir (Wang ve Li, 2019):

(@) Uygun bir ¢ekirdek fonksiyonu belirlenir ve Ky, ¢cekirdek matrisi hesaplanir.

(b) Esitlik (4)’teki dogrusal fonksiyon ile K,,,B yer degistirir. Boylece ELMCoxBAR

modelinin kismi logaritmik olabilirlik fonksiyonu asagidaki gibi elde edilir:

pl(B) = T ; 8iKpxnB — XiL 1 8ilog[Viercr;) €xp KpynB)] — 0.5In(n) XF o (37)

=172

(c) pl(B) esitligini maksimum yapacak B degerleri iteratif olarak Newton-Raphson
algoritmast ile hesaplanir. Burada B(® baslangi¢ degeri olarak ridge ceza terimi kullanilir.
Ridge ceza terimi en optimal degere esit olmak zorunda degildir. In(n) degerine esit olacak

sekilde segilebilir.

(d) B degerleri istenen degere yakinsayana kadar ya da iterasyon sayisi belirlenen degere

ulasana kadar (b) ve (c¢) adimlan tekrarlanir.

(e) Yeni bir birim i¢in X bagimsiz degiskenleri ile yapilan hazard orani tahmini asagidaki

gibi hesaplanir:
hi () = hy(Dexp(f(x)) = ho(exp(Tf; K(x,x;)B;) (38)
2.3.4. Olabilirlik Tabanh Boosting Asirt Ogrenme Makineleri (ELMCoxBoost)

ELMCoxBoost yonteminde, ELM yonteminin sonuglarini giiglendirmek i¢in sagkalim

verilerine olabilirlik tabanli boosting algoritmasi uygulanir (Wang ve Zhou, 2018).

CoxBoost algoritmasi, ceza teriminin degerini ger¢ek ve tahmin degerleri arasindaki
farkin fonksiyonu seklinde tanimlanmasim saglayan kayip fonksiyonu olarak negatif L,-cezali

kismi logaritmik olabilirlik fonksiyonunu kullanir (Binder ve Schumacher, 2009):

plcezah(B) = pl(B) - O-SXBTIB (39)
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Burada I, pxp boyutlu birim matrisi ifade etmektedir. Parametre tahminlerinin iteratif
olarak giincellenmesinin devami icin yukaridaki esitlige bir Gteleme terimi fj = x" dahil
edildikten sonra elde edilen olabilirlik tabanli-cezali kismi logaritmik olabilirlik fonksiyonu
asagidaki gibidir (Binder ve Schumacher, 2009):

PI%T(BIB) = Zi, 8 [ + xiB — log(Tjercey exp{f; + x;8))] — 5 BTIB (40)

Her bir boosting iterasyonunda, cezali kismi logaritmik olabilirlik fonksiyonunu
maksimum yapan deger, olasi giincellemelerin hesaplanmasinda kullanilir. Olabilirlik tabanlt
boosting algoritmasi, p>n durumunda bagimsiz degiskenler lizerinden ve kisitlanmis p adet
kismi logaritmik olabilirlik fonksiyonunda (pl(Bj)) uygulanir. Her boosting iterasyonunda,
kisitlanmis kismi logaritmik olabilirlik fonksiyonlari G]- degerine dogru yer degistirilerek

kisitlanmis, olabilirlik tabanli-cezali kismi logaritmik olabilirlik fonksiyonlari elde edilir (De
Bin, 2016):

= 0 géTzal B
Pleezan(B[B) = ‘”T()B’m) (41)

Yukaridaki kismi tlirev ¢6ziimiinii maksimum yapan degerler aday giincellemelerdir ve
cezali kismi logaritmik olabilirlik fonksiyonunu maksimum yapan deger oteleme terimine
eklenir. Asagida olabilirlik tabanl boosting algoritmasinin adimlart 6zetlenmistir (Binder ve
digerleri., 2009; Binder ve digerleri., 2013; De Bin, 2016):

1. Baslangi¢ degeri B = (0, ... ,0) olarak atanr.

2. Kisitlanmig maksimum kismi olabilirlik tahmininin sifir civarindaki birinci dereceden

yakinsamasi (plgle(OH;)) tarafindan olasi glincellemeler hesaplanir:

o _ PET(O[B)

T 0B )

3. En iyi gilincelleme degeri segilir:
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= argminlsjspplgj‘T(Olﬁ)z/ [—plgj‘gj(()l’[;)] (43)

4. Tahmin degeri Bj* = Gj* + B]-Q‘T olarak giincellenir.

pl(c)é;all (B] |i§)

-~ 9?
2. ve 3. adimlar iterasyon sayisit kadar tekrarlanir. Burada plgj'gj(ﬁjlﬁ) = TR olarak
j

ifade edilir.
2.3.5. Model Tabanh Boosting Asir1 Ogrenme Makineleri (ELMmBoost)

ELMmBoost yonteminde ELM yonteminin sonuglarini giiclendirmek icin sagkalim
verilerine model tabanli boosting (mBoost) algoritmasi uygulanir (Dhillon ve Singh, 2020;
Wang ve Zhou, 2018). mBoost algoritmasi, u gradyan vektorii, L(y, F(x)) negatif kismi
logaritmik olabilirlik fonksiyonu ve B(u, X]-) en kiiciik kareler tahmincisi olmak {izere

(x"x)"'xTu ifadesinde fonksiyonel olarak azalan gradyan algoritmasinin dogrudan bir

uygulamasidir (De Bin, 2016). mBoost algoritmasinin uygulama adimlar1 asagida verilmistir:

1. Baslangic degeri B = (0, ... ,0) olarak atanur.
2. Negatif gradyan vektorii hesaplanir:

exp{x(l)Tﬁ}
Z1er® exp{x(OTB}

u® =50 — 3 0 50 (44)

3. Negatif gradyan vektoriine en kiiglik kareler tahmincisi uygulanarak olas1 giincellemeler

hesaplanir:
- -1
by = (x{x) xju (45)

Burada Bj , zay1f tahmincidir.

4. Kay1p fonksiyonunu minimum yapan en iyi giincelleme degeri se¢ilir:

, L N\2
j* = argmin; Y.iL4 (u(‘) - xj(l)bj) (46)

5. Tahmin degeri giincellenir:

Bj* = B]* + Vb]'* (47)
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2. — 5. adimlar iterasyon sayisi kadar tekrarlanir. mBoost algoritmasi pl(B)’nin gradyan
vektoriini F(X]-, B)’ya gore hesaplar. Bu ise kismi logaritmik olabilirlik fonksiyonunun

egiminin yerel olarak en dik oldugu noktaya karsilik gelir (Biihlmann ve Hothorn, 2007; De
Bin, 2016; Hothorn ve digerleri., 2010; Ridgeway, 2020).

2.4. Model Degerlendirme Olgiitleri

Caligmamizdaki sagkalim modellerinin sagkalim siiresi tahmin performanslari i¢in C-
indeks ve IBS hesaplanirken; kisa donem sagkalim durumu tahmin performanslart igin
duyarlilik, 6zgiilliik, dogruluk oranlar1 ile NTO, PTO, F1 skoru, AUC, AUPR, kappa ve MKK

Olctitleri hesaplandi.

C-Indeks: C-indeks, rastgele secilen iki birimden prognostik skoru daha yiiksek olaninin diger
birimden daha uzun yasama olasiligin1 hesaplayan bir uyum iyiligi ol¢iitidir (Harrell ve
digerleri., 1982; Harrell Jr ve digerleri., 1996). Oliim olayina kadar gecen siirenin tahmininde
C-indeks, en az bir tanesi Olmiis olan tim olast gozlem ¢iftleri dikkate alinarak
hesaplanmaktadir. Eger bir gozlem c¢iftini olusturan birimlerden birine iliskin sagkalim siiresi
tahmin degeri diger birimden daha biiyiik, ve bu birim gercekte de daha uzun yasamis ise, bu
gozlem ciftine iligkin elde edilen tahmin degerlerinin ger¢cek durumla uyumlu oldugu sdylenir.
Eger bir gozlem ciftinde yer alan birimlerin ikisi de ayn1 zamanda 6ldiiyse ya da biri 6lmiis,
digeri sansiirlii ise bu c¢iftin uyumsuz oldugu, ve C-indeksin hesaplanmasinda
kullanilamayacag1 sdylenir (Harrell Jr ve digerleri., 1996). C-indeks, [0,1] arali§inda deger alir.
C-indeks degerinin 1’¢ yakin olmast modelin tahmin performansinin yiiksek oldugunu
gostermektedir (Harrell ve digerleri., 1982; Harrell Jr ve digerleri., 1996; Wang ve Li, 2019).

C-indeks, uyumlu gézlem ¢iftlerinin karsilastirilabilir tim gozlem giftlerinin sayisina

oranlanmasi ile asagidaki gibi hesaplanir:

2, (Ti>Tj)«1(ni>n;)=4;

C — Indeks = ¥ 11T,

(48)

Burada i ve j 6rneklemdeki gdzlem giftlerini, T; ve T] bu gozlem ¢iftlerine iliskin sagkalim

stirelerini, n; Ve n; ise tahmin degerlerini belirtmektedir. A; ise, karsilastirilan sagkalim siiresi
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ciftleri arasinda degeri kii¢iik olan sagkalim siiresine sahip olan gozlem sansiirlii ise, bu gozlem
ciftini hesaplamanin disinda birakan garpim faktoridiir; yani A;=0’dir (Harrell ve digerleri.,

1982; Schmidt ve digerleri., 2008).

Integrali Alimmis Brier Skoru: BS, zamana bagl bir fonksiyondur ve tahmin edilen sagkalim
fonksiyonu S(t|x) ve test verisi arasinda, sansiiriin ters olasiligi ile agirliklandirilmis hata
kareler ortalamasi olarak kabul edilir. Test verisindeki birim sayis1 n, indikator fonksiyonu | ve
sansiir dagiliminin Kaplan-Meier tahmini ise G(t) olmak iizere BS asagidaki esitlikle hesaplanir
(Graf ve digerleri., 1999; Kronek ve Reddy, 2008):

BS(®) = 221, {[0 - SCelxp)] 1(x < £.8; = 1) (1/6()) + [1 = 3thxp] 1( > (1/G(®)]  (49)

IBS ise modelin tiim zamanlardaki tahmin degerlerinin genel bir 6lgiisiidiir ve asagidaki
gibi hesaplanir (Graf ve digerleri., 1999; Kronek ve Reddy, 2008):

IBS = 1 fmax (t

o UBS(Odt (50)
IBS, [0,1] araliginda deger alir. IBS degerinin 0’a yakin olmasi modelin tahmin

performansinin yiiksek oldugunu gostermektedir (Wang ve digerleri., 2018).

Duyarhlik Orami: Duyarlilik orani, bir model tarafindan dogru olarak tahmin edilen gergek

pozitiflerin oramidir (D. G. Altman ve Bland, 1994). Gergek ve tahmin degerlerinin birbiri ile

karsilastirilmast sonucu gergek pozitif (GP), yalanci negatif (YN), yalanci pozitif (YP) ve

GP YP
YN GN

tizere duyarlilik orani asagidaki gibi hesaplanir (Chicco ve Jurman, 2020):

gercek negatif (GN) frekans degerlerinden olusan karar matrisi M = ( ) gosterilmek

GP
GP+YN

Duyarlilik oran1 = (51)

Ozgiilliik Oram: Ozgiilliik oran1, bir model tarafindan dogru olarak tahmin edilen gercek

negatiflerin oranidir (N. Altman ve Krzywinski, 2017):

Ozgiilliik oran1 = (52)

GN+YP
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Dogruluk Orani: Dogruluk orani, bir model tarafindan dogru olarak tahmin edilen tiim

birimlerin, veri setinde yer alan tiim birimlerin sayisina oranidir (McNeil ve Adelstein, 1976):

GP+GN

GP+GN+YP+YN (53)

Dogruluk oranm =

Negatif Tammmlama Orami: NTO, modelin dogru olarak tahmin ettigi negatif birimlerin,

modelin negatif olarak tahmin ettigi tiim birimlere oramidir (McNeil ve Adelstein, 1976):

GN
GN+YN

NTO =

(54)

Pozitif Tammmlama Orani: PTO, modelin dogru olarak tahmin ettigi pozitif birimlerin,

modelin pozitif olarak tahmin ettigi tiim birimlere oranidir (McNeil ve Adelstein, 1976):

GP

PTO = GP+YP

(55)

F1 Skoru: F1 skoru, duyarlilik oran1 ve PTO’nun harmonik ortalamasi alinarak hesaplanan bir
model degerlendirme olgitidiir. F1 skoru [0,1] araliginda deger alir ve 1’¢ yaklastikga modelin

performanst artar (Chicco ve Jurman, 2020):

2 — )« Duyarlilik orani*PTO
(Duyarhilik oran)~1+(PTO)~1 Duyarlilik orani+PTO

F; skoru = (56)

ROC Egrisi Alinda Kalan Alan: AUC; farkli kesim noktalart i¢in yapilan Siniflandirma
tahminlerine iliskin hesaplanan duyarlilik orani ve yalanci pozitiflik oranlarinin birlestirilmesi
ile elde edilen ROC egrisi altinda kalan alandir. AUC, (0,1) arasinda deger alir. AUC degerinin
1’e yakin olmasi modelin tahmin performansinin yiiksek oldugunu belirtir (Fawcett, 2006;
Hanley ve McNeil, 1982). ROC egrisi y = f(x) biciminde matematiksel bir fonksiyon ile ifade
edilmek tizere, AUC asagidaki gibi hesaplanir (Krzanowski ve Hand, 2009):

AUC = [ f(x)dx (57)
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Pozitif Tammlama Oram-Duyarhlik Egrisi Altinda Kalan Alan: AUPR, farkli kesim
noktalar1 i¢in yapilan siniflandirma tahminlerine iliskin hesaplanan PTO ve duyarlilik oraninin
birlestirilmesi ile elde edilen egri altinda kalan alandir. AUPR, (0,1) arasinda deger alir. AUPR
degerinin 1’e yakin olmasi modelin tahmin performansinin yiiksek oldugunu belirtir (Davis ve
Goadrich, 2006; Keilwagen ve digerleri., 2014).

Cohen’in Kappa Katsayis1: Kappa katsayisi, isimsel dl¢ekli gézlenen ve beklenen degerler
arasindaki uyum oraninin bir fonksiyonudur. Kappa katsayist, [0,1] araliginda deger alir. Kappa
katsayisinin 1’e esit olmasi, model tarafindan tahmin edilen simif degerleri ile gergek simif
degerleri arasinda miikemmel uyum oldugunu, yani modelin siniflandirma performansinin
miikkemmel oldugunu; 0’a esit olmasi ise modelin tahmin performasinin ¢ok kotii oldugunu
belirtir (Cohen, 1960; Warrens, 2015). p,, ger¢ek sinif degerleri ile modelin sinif tahmin
degerleri arasinda gozlenen uyum orani ve p., gercek sinif degerleri ile modelin sinif tahmin
degerleri arasinda tesadiifen uyum olmasi beklenen birimlerin oram1 olmak {tizere kappa

katsayis1 asagidaki gibi hesaplanir (Cohen, 1960):

Kappa = 2e—Pe (58)

1-pc

Matthews Korelasyon Katsayisi: MKK; dengesiz sinif dagilimindan etkilenmeyen, gercek ve
tahmin edilen degerler arasindaki Pearson ¢arpim moment korelasyon katsayisidir (Powers,
2020). MKK, [-1, +1] araliginda deger alir. MKK’nin -1’e¢ yakin deger almasi modelin
siniflandirma tahmin performansinin diisiik; +1’e yakin deger almasi ise modelin siiflandirma
tahmin performansinin yiiksek oldugunu gosterir (Chicco ve Jurman, 2020). MKK, asagidaki

esitlikle hesaplanir (Chicco ve digerleri., 2021):

_ GP+*GN-YP+YN
~ J(GP+YP)*(GP+YN)*(GN+YP)*(GN+YN)

MKK (59)
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3. GEREC VE YONTEM

Bu ¢alismanin uygulama boliimii yiiksek boyutlu gen ifade verilerinde sagkalim siiresi ve
kisa dénem sagkalim durumu tahmini olmak tizere iki kisimdan olusmaktadir. Bu amagla n=200
birim ve p=1000 gen ifadesinden olusan yiiksek boyutlu sagkalim verileri tiiretildi. Tiiretilen
veriler Cox-L;, DTBA, ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCo0OXEN ve
ELMmBoost yontemleri ile analiz edildi. 1000 dongii ile gergeklestirilen simiilasyon sonunda

elde edilen sonuglara gore sagkalim modelleri karsilastirildi.

3.1. Simiilasyon Algoritmasi

Bu ¢alismada gerceklestirilen simiilasyon algoritmasi iki asamadan olusmaktadir. Ilk
asamada sagkalim siiresi tahmini, ikinci asamada ise kisa dénem sagkalim durumu tahmini
gerceklestirilmistir. Bu amagla yazilan simiilasyon algoritmalari, sirasiyla “Simiilasyon
Algoritmasi — I”” ve “Simiilasyon Algoritmasi — I1” basliklari altinda agiklanmistir. Simiilasyon

algoritmasina iliskin akis semasi ise Sekil 2°de belirtilmistir.

3.1.1. Simiilasyon Algoritmasi — |

1. Orneklem biiyiikliigii (n=200) ve gen ifade sayis1 (p=1000) igin sabit bir deger atand.

2. n ~ Uniform(0,1) ve 6 ~ Uniform(0,1) dagilimindan ortalama ve standart sapma degerleri
tiretildi.

3. Uniform dagilimdan tiiretilen ortalama ve standart sapma degerleri ile korelasyon diizeyi
-0,7 ve +0,7 degerleri arasinda rastgele degismek iizere X ~ N, (p, ) bagimsiz degiskenleri
cok degiskenli normal dagilimdan tiiretildi.

4. Ik 200 gen ifade degerinin toplam1 pp olmak iizere, sagkalim siiresi degerleri

T ~ N(ut; 0,01) dagilimindan tiiretildi.

5. Sagkalim siiresine iliskin degerler, en biiylik deger 120 ay olacak sekilde standartlagtirildi.
6. Sansiir oran1 %10, %30, %50 ve %70 olacak sekilde sansiir siiresi degerleri

C ~ Uniform(0, T/sanstir orani) dagilimindan tiiretildi.

7. &; sansilir durumu asagidaki tanimina gore ifade edildi:
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8. Veri seti, 70:30 oraninda egitim-test seti olarak rasgele ikiye ayrildi.

9. Egitim setinde Cox-L2, DTBA, ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCoxEN ve
ELMmBoost yontemleri ile sagkalim siiresi tahmin modelleri olusturuldu.

10. Olusturulan modellerin test setinde sagkalim siiresi tahminine iligskin performanslarinin
belirlenmesi igin C-indeks ve IBS performans 6l¢iitleri hesaplandi.

11. 2. — 10. adimlar 1000 kez tekrar edildi.

12. Elde edilen sonuglara agamali kiimeleme analizi uygulanarak dendrogram grafikleri ¢izildi.

Boylece birbirine yakin ve uzak performans gdsteren yontemler belirlendi.

3.1.2. Simiilasyon Algoritmasi — 11

1. Simiilasyon algoritmas1 — I’in 8. adiminda elde edilen egitim ve test setlerindeki sagkalim
stiresi degiskeni; sagkalim siiresi <60 ay olan birimler “kisa donem sagkalim”, >60 ay olan
birimler ise “uzun donem sagkalim” grubu olacak sekilde iki sinifa ayrildu.

2. 9. adimda elde edilen sagkalim siiresi tahmin degerlerinden kisa donem sagkalim olasiliklar
tahmin edildi.

3. Olusturulan modellerin test setinde kisa donem sagkalim durumu tahminine iliskin
performanslarinin belirlenmesi i¢in duyarlilik, 6zgiilliik, dogruluk orani, NTO, PTO, AUPR,
AUC, F; skoru, kappa katsayisi ve MKK performans 6lgiitleri hesaplandi.

4. 1. — 3. adimlar 1000 kez tekrar edildi.

5. Elde edilen sonuglara asamali kiimeleme analizi uygulanarak dendrogram grafikleri ¢izildi.

Boylece birbirine yakin ve uzak performans gosteren yontemler belirlendi.

3.2. Tahmin Modellerine iliskin Parametreler

Caligmada kullanilan tim SELM modellerinde denemeler sonucu belirlenen ¢=0,5
parametre degeri ile dogrusal ¢ekirdek fonksiyonu kullanilmistir. Bunun yani sira, ELMCox ve
ELMCoxEN modellerinde ceza terimi olarak L parametresi kullanilmigtir. ELMCoXEN
modelinde, bootstrap yeniden 6rnekleme yontemi ile segilecek temel model sayis1 100, her

modele secilecek bagimsiz degisken sayisi ise p/3 olarak belirlenmistir. ELMCox, ELMCoxEN
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ve Cox-L2modellerinde, hata kareler ortalamasini en kiiglik yapan A parametresi ¢apraz gecerlik

ile hesaplanmustir.

3.3. Kullanilan Programlar

Bu caligmada yer alan uygulamalar R programlama dilinin 4.0.5 versiyonu kullanilarak
gergeklestirildi. Veri tiiretimi, analizi ve sonuglarin kaydedilmesi i¢in R programlama dilinde
haven, survival, superpc, data.table, SurvELM, ELMSurv, mboost, Coxboost, gimnet, Metrics,
dplyr, survcomp, stats, PMCMR, tsutils, DescTools, dynsurv, survAUC, openxlsx, raster, caret,
GMCM, MASS, Matrix, MBESS, evolqg, mltools, pROC, PRROC, matrixcalc, lgmm,

truncnorm, EnvStats ve qlcMatrix paketleri kullanildi.
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_____ Sagkalim siiresine iligkin degerler, en biiyiik deger 120 ay olacak

Bagimsiz degisken sayis1 n=200, gen ifade sayis1 p=1000 olarak
belirlendi.

Bagimsiz degiskenler X ~ Np(p,Z) dagilimindan, korelasyon
diizeyi -0,7 ve +0,7 arasinda olacak sekilde tiiretildi.

Ik 200 gen ifade degerinin toplami pp olmak iizere, sagkalim siiresi
degerleri T ~ N(ur; 0,01) dagilimindan tiiretildi.

sekilde standartlastirildi.

Sansiir oran1 %10, %30, %50 ve %70 olacak sekilde sansiir siiresi
degerleri C ~ Uniform(0, T/sansiir orani) dagilimindan tiiretildi.

U

Veri seti; egitim ve test seti olarak 70:30 oraninda rastgele ikiye ayrildi.

Veri setinde sagkalim siiresi degerleri

<60 ve >60 ay olacak sekilde kisa

Egitim setinde Cox-L,, DTBA, " " -
dénem ve uzun doénem sagkalim

ELMCox, ELMCoxBAR,
siniflarina ayrildi.
ELMCoxBoost, ELMCoxEN
ve ELMmBoost modelleri ‘
kurul.arak sagkalim  siresi Sagkalim siiresi tahmin degerlerinden
tahmin edildi. ‘ kisa donem sagkalim olasiliklar

hesaplandi.

l Test setinde Cox-L,, DTBA, ELMCox,

ELMCoxBAR, ELMCoxBoost, ELMCoxEN
ve ELMmBoost modellerinin kisa donem

Test setinde Cox-L,, DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEN
ve ELMmBoost modellerinin sagkalim siiresi
tahmin performanslar i¢in C-indeks ve IBS
hesaplandi.

sagkalim durumu tahmin performanslari igin
duyarlilik, o6zgiillik, dogruluk oranlan ile
NTO, PTO, AUPR, AUC, F; skoru, kappa
katsayis1 ve MKK hesaplandi.

———————————— 1000DONGU |— — = = = = = = = = = = = =

Sekil 2. Simiilasyon algoritmasi akis semasi
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4. BULGULAR

Cox-Lz2, DTBA, ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost
yontemlerinin performanslarinin karsilastirilmasi i¢in hesaplanan C-indeks, IBS, duyarlilik,
ozgiillik, dogruluk orani, NTO, PTO, AUPR, AUC, F: skoru, kappa katsayis1 ve MKK
degerlerinin normal dagilima uygunlugu Kolmogorov-Smirnov analizi ile test edildi.
Performans olgiitlerinin dagilimi normal dagilima uygunluk gostermedigi i¢in modellerin
performanslarina iliskin tanimlayic istatistikler medyan (25. — 75. Persantil) seklinde verildi.

n=200 birim arasindan sansiir oran1 %10, %30, %50 ve %70 olacak sekilde tiiretilen veri
setleri ile olusturulan Cox-L,, DTBA, ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCoxEn
ve ELMmBoost modellerinin sagkalim siiresi ve kisa donem sagkalim durumu tahmini

performanslarina iliskin bulgular sirasiyla Boliim 4.1. ve Boliim 4.2.”de verilmistir.

4.1. Sagkalim Siiresi Tahminine fliskin Bulgular

Degisen sansiir oranina sahip veri setlerinde yontemlerin sagkalim siiresi tahminindeki

C-indeks ve IBS performanslarina iligskin bulgular Tablo 1 ve Sekil 3-4’te verilmistir.

C-indeks degerlerinin medyan degisim aralig1 sansiir oran1 %10 i¢in 0,746-0,796; %30
icin 0,739-0,798; %50 i¢in 0,726-0,791; %70 icin ise 0,708-0,784°tiir. Cox-L,, DTBA,
ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin C-
indeks degerlerine iliskin medyan degisim araligi ise sirasiyla 0,778-0,797; 0,773-0,777; 0,768-
0,792; 0,762-0,787; 0,784-0,798; 0,761-0,778 ve 0,708-0,746’dir. Tiim yontemlerin C-indeks
degerleri degisen sansiir oranlarina gére incelendiginde, tiim durumlarda en yiiksek C-indeks
degerine sahip yontemin ELMCoxBoost, en diisiik C-indeks degerine sahip yontemin ise
ELMmBoost oldugu goriilmektedir. Tiim yontemlerin C-indeks bakimindan birbirine ¢ok yakin
sonuclar verdigi ve sanslir oram1 arttikca ELMCox, ELMCoxBAR, ELMCoxEN ve

ELMmBoost yontemlerinin C-indeks performanslarinin azaldigi gézlenmektedir (Sekil 3).

Sagkalim yontemlerinin IBS degerlerinin medyan degisim araligi sansiir oran1 %10 i¢in
0,072-0,096; %30 i¢in 0,077-0,103; %50 i¢in 0,086-0,109; %70 igin ise 0,101-0,120’dir. Cox-
L., DTBA, ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost
yontemlerinin IBS degerlerine iliskin medyan degisim aralig ise sirasiyla 0,074-0,109; 0,096-
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0,120; 0,074-0,111; 0,076-0,106; 0,072-0,101; 0,078-0,108 ve 0,087-0,116’dir. Tiim
yontemlerin IBS degerleri degisen sansiir oranlarina gore incelendiginde, tiim durumlarda en
diistiik IBS degerine sahip yontemin ELMCoxBoost, en yiiksek IBS degerine sahip yontemin
ise DTBA oldugu goriilmektedir. Ayrica, tiim yontemlerin IBS bakimindan birbirine ¢ok yakin
sonuglar verdigi ve sansiir orami arttikga sagkalim yontemlerinin tiimiine iliskin IBS

degerlerinin arttig1 gozlenmektedir (Sekil 4).

C-indeks ve IBS sonuglarina gore sagkalim yontemlerinin degisen sansiir oranina gore
performanslar birbirine yakin oldugu i¢in yontemler arasindaki iligkilerin belirlenebilmesi
amaciyla C-indeks ve IBS sonuclart kullanilarak asamali kiimeleme analizi yapilmis ve bu
analiz sonucu elde edilen dendrogram grafikleri Sekil 5’te verilmistir. Sansiir oran1 %10 ve
%30 i¢in ELMCoxBoost, Cox-L», ELMCox ve ELMCoxBAR modelleri benzer performans
gostermektedir (Sekil 5a-b). Sansiir orant %50’ye ¢ikanldiginda ELMCox, Cox-Lo,
ELMCoxBoost modellerinin aym1 kiimede yer aldiklari; benzer sekilde ELMCoxEN,
ELMCoxBAR modellerinin de birbirine yakin performans gostererek bir kiime icerisinde yer
aldiklar1 goriilmektedir (Sekil 5c). Sansiir orami %70 igin ELMCox, ELMCoOXEN ve
ELMCoxBAR; ELMCoxBoost, Cox-L, ve DTBA yontemleri birbirine yakin performans
gostererek iki ayr1 kiimede toplanmistir (Sekil 5d). Tiim senaryolarda ELMCoxBoost ve Cox-
L> yontemlerinin aym1 kiime i¢inde yer aldigi; ELMmBoost yonteminin ise diger tiim

yontemlerden ayristigi goriilmektedir (Sekil 5a-d).
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Tablo 1. Degisen sansiir oranlarina gore yontemlerin C-indeks ve IBS degerlerine iliskin tanimlayici istatistikler

Yontem

Sansiir Oram

%10

%30

%50

%70

C-indeks

Cox-L2

0,794 (0,753 - 0,833)

0,797 (0,747 - 0,832)

0,788 (0,737 - 0,830)

0,778 (0,713 - 0,826)

DTBA

0,773 (0,731 - 0,814)

0,776 (0,732 - 0,815)

0,775 (0,725 - 0,817)

0,777 (0,726 - 0,823)

ELMCox

0,792 (0,749 - 0,831)

0,790 (0,741 - 0,830)

0,785 (0,730 - 0,827)

0,768 (0,742 - 0,813)

ELMCoxBAR

0,787 (0,747 - 0,826)

0,786 (0,739 - 0,825)

0,776 (0,721 - 0,819)

0,762 (0,700 - 0,811)

ELMCoxBoost

0,796 (0,756 - 0,834)

0,798 (0,751 - 0,835)

0,791 (0,740 - 0,834)

0,784 (0,723 - 0,830)

ELMCoxEN

0,778 (0,736 - 0,818)

0,778 (0,728 - 0,819)

0,770 (0,716 - 0,814)

0,761 (0,702 - 0,811)

ELMmBoost

0,746 (0,696 - 0,788)

0,739 (0,688 - 0,788)

0,726 (0,666 - 0,779)

0,708 (0,645 - 0,769)

IBS

Cox-L,

0,074 (0,062 - 0,087)

0,081 (0,069 - 0,093)

0,092 (0,078 - 0,108)

0,109 (0,088 - 0,130)

DTBA

0,096 (0,087 - 0,105)

0,103 (0,093 - 0,112)

0,109 (0,098 - 0,121)

0,120 (0,107 - 0,131)

ELMCox

0,074 (0,062 - 0,087)

0,080 (0,069 - 0,093)

0,091 (0,077 - 0,108)

0,111 (0,090 - 0,132)

ELMCoxBAR

0,076 (0,063 - 0,088)

0,078 (0,067 - 0,089)

0,091 (0,078 - 0,105)

0,106 (0,089 - 0,123)

ELMCoxBoost

0,072 (0,061 - 0,085)

0,077 (0,067 - 0,089)

0,086 (0,074 - 0,101)

0,101 (0,084 - 0,119)

ELMCoxEN

0,078 (0,065 - 0,090)

0,084 (0,072 - 0,096)

0,093 (0,079 - 0,108)

0,108 (0,090 - 0,126)

ELMmBoost

0,087 (0,074 - 0,099)

0,092 (0,080 - 0,106)

0,102 (0,088 - 0,116)

0,116 (0,099 - 0,130)
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Sekil 3. Degisen sansiir oranlarina gore sagkalim yontemlerinin C-indeks degerlerine iliskin kutu grafikleri
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Sekil 4. Degisen sansiir oranlarina gére sagkalim yontemlerinin IBS degerlerine iliskin kutu grafikleri
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Sekil 5. Degisen sansiir oranlarina gore modellerin sagkalim siiresi tahmin performanslari

arasindaki iliskileri gosteren dendrogram grafikleri
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4.2. Kisa Dénem Sagkalim Durumu Tahminine iliskin Bulgular

Sagkalim yontemlerinin degisen sansiir oranina sahip veri setlerinde kisa donem sagkalim
durumu tahminindeki duyarlilik, 6zgiilliikk, dogruluk orant ile NTO ve PTO degerlerine iligkin
bulgular Tablo 2 ve Sekil 6-10’da verilmistir.

Duyarlilik oranlarinin medyan degisim aralig1 sansiir oran1 %10 i¢in 0,815-0,875; %30
icin 0,821-0,872; %50 i¢in 0,800-0,870; %70 icin ise 0,773-0,897°dir. Cox-L>, DTBA,
ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin
duyarlilik oranlarmna iliskin medyan degisim aralig1 ise sirasiyla 0,833-0,875; 0,806-0,842;
0,865-0,897; 0,833-0,864; 0,850-0,875; 0,833-0,851 ve 0,773-0,821"dir (Tablo 2 ve Sekil 6).

Sansiir orant %10, %30, %50 ve %70 i¢in 6zgiilliik oranlarinin medyan degisim aralig1
sirastyla 0,780-0,813; 0,769-0,815; 0,763-0,818 ve 0,722-0,800’diir. Cox-L2, DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin 6zgiilliikk
oranlarina iliskin medyan degisim aralig1 ise sirasiyla 0,795-0,818; 0,781-0,800; 0,722-0,813;
0,784-0,808; 0,800-0,815; 0,778-0,807 ve 0,750-0,780°dir (Tablo 2 ve Sekil 7).

Dogruluk orani degerlerinin medyan degisim araligi sansiir oran1 %10, %30, %50 ve %70
icin sirasiyla 0,783-0,833; 0,767-0,833; 0,767-0,817 ve 0,750-0,817‘dir. Cox-L2, DTBA,
ELMCox, ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin
dogruluk oranlarina iliskin medyan degisim araligi ise sirasiyla 0,800-0,833; 0,783-0,800;
0,783-0,817; 0,783-0,817; 0,817-0,833; 0,783,0,817 ve 0,750-0,783"tiir (Tablo 2 ve Sekil 8).

NTO degerlerinin medyan degisim aralig1 sansiir oran1 %10 i¢in 0,806-0,867; %30 i¢in
0,800-0,857; %50 i¢in 0,800-0,857; %70 i¢in ise 0,768-0,833’tiir. Cox-L2, DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin NTO degerlerine
ilisgkin medyan degisim araligi ise sirasiyla 0,826-0,867; 0,800-0,833; 0,816-0,857; 0,820-
0,849; 0,833-0,863; 0,815-0,840 ve 0,768-0,806°dir (Tablo 2 ve Sekil 9).

PTO degerlerinin medyan degisim aralig1 sansiir oran1 %10 icin 0,786-0,827; %30 i¢in
0,778-0,824; %50 i¢in 0,771-0,821; %70 igin ise 0,750-0,810’dur. Cox-L,, DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin PTO degerlerine
iliskin medyan degisim aralig1 ise sirastyla 0,810-0,821; 0,790-0,810; 0,750-0,822; 0,794-
0,818; 0,810-0,827; 0,794-0,815 ve 0,763-0,786"dir (Tablo 2 ve Sekil 10).
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Tiim sagkalim yontemlerinin kisa donem sagkalim durumu tahminine iligkin duyarlilik,
0zgiilliik, dogruluk orani ile NTO ve PTO degerleri degisen sansiir oranina gore incelendiginde
yontemlerin birbirine yakin performans gosterdikleri belirlenmistir. Buna ek olarak, sansiir
orani arttikga duyarlilik orant bakimindan Cox-L,, ELMCoxBAR, ELMCoxBoost ve
ELMCoxEN; 6zgiilliikk oran1 bakimindan DTBA, ELMCox, ELMCoxBAR ve ELMmBoost;
NTO bakimindan DTBA, ELMCox ve ELMCoxBAR; PTO bakimindan ise ELMCox,
ELMCoxBoost, ELMCoxEN ve ELMmBoost yontemlerinin performanslarinin azaldigi
goriilmektedir. Sagkalim yontemlerinin dogruluk orani performanslari ise degisen sansiir
oranina gore daha kararli sonuclar gdstermis olsa da gdzlemlerin yarisindan fazlasi sansiirlii
oldugunda Cox-L,, ELMCox, ELMCoxBAR, ELMCoxBoost ve ELMCoxEN yo6ntemlerinin

performanslarinin azaldig belirlenmistir (Tablo 2 ve Sekil 6-10).
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Tablo 2. Degisen sansiir oranlarina gére yontemlerin duyarlilik, 6zgiillik, dogruluk oranlari ile NTO ve PTO degerlerine iliskin tanimlayici

istatistikler

Yontem

Sansiir Orani

%10

%30

%50

%70

Duyarhhk

Cox-L2

0,875 (0,786 - 0,931)

0,867 (0,778 - 0,929)

0,864 (0,765 - 0,923)

0,833 (0,733 - 0,909)

DTBA

0,840 (0,738 - 0,909)

0,842 (0,719 - 0,914)

0,833 (0,720 - 0,900)

0,806 (0,682 - 0,889)

ELMCox

0,871 (0,781 - 0,926)

0,865 (0,764 - 0,929)

0,870 (0,769 - 0,931)

0,897 (0,800 — 1,000)

ELMCoxBAR

0,864 (0,767 - 0,926)

0,857 (0,750 - 0,919)

0,846 (0,742 - 0,913)

0,833 (0,708 - 0,906)

ELMCoxBoost

0,875 (0,781 - 0,931)

0,872 (0,784 - 0,930)

0,865 (0,765 - 0,923)

0,850 (0,762 - 0,912)

ELMCoxEN

0,851 (0,750 - 0,920)

0,849 (0,742 - 0,917)

0,840 (0,735 - 0,911)

0,833 (0,714 - 0,909)

ELMmBoost

0,815 (0,708 - 0,893)

0,821 (0,695 - 0,900)

0,800 (0,677 - 0,892)

0,773 (0,646 - 0,875)

Ozgiilliik

Cox-L»

0,808 (0,718 - 0,874)

0,809 (0,724 - 0,868)

0,818 (0,714 - 0,874)

0,795 (0,708 - 0,875)

DTBA

0,800 (0,714 - 0,868)

0,793 (0,707 - 0,870)

0,788 (0,693 - 0,865)

0,781 (0,680 - 0,857)

ELMCox

0,813 (0,714 - 0,872)

0,800 (0,714 - 0,871)

0,790 (0,674 - 0,867)

0,722 (0,574 - 0,840)

ELMCoxBAR

0,808 (0,714 - 0,874)

0,802 (0,714 - 0,875)

0,800 (0,714 - 0,872)

0,784 (0,693 - 0,865)

ELMCoxBoost

0,810 (0,731 - 0,880)

0,815 (0,727 - 0,871)

0,815 (0,727 - 0,875)

0,800 (0,714 - 0,875)

ELMCoxEN

0,807 (0,710 - 0,871)

0,800 (0,706 - 0,867)

0,800 (0,706 - 0,869)

0,778 (0,679 - 0,857)

ELMmBoost

0,780 (0,677 - 0,862)

0,769 (0,667 - 0,852)

0,763 (0,630 - 0,857)

0,750 (0,641 - 0,846)

Dogruluk

Cox-L»

0,817 (0,767 - 0,867)

0,833 (0,767 - 0,867)

0,817 (0,767 - 0,867)

0,800 (0,750 - 0,850)

DTBA

0,800 (0,750 - 0,850)

0,800 (0,750 - 0,850)

0,800 (0,733 - 0,833)

0,783 (0,717 - 0,817)

ELMCox

0,817 (0,767 - 0,867)

0,817 (0,767 - 0,867)

0,800 (0,733 - 0,850)

0,783 (0,650 - 0,833)

ELMCoxBAR

0,817 (0,767 - 0,867)

0,817 (0,767 - 0,867)

0,800 (0,750 - 0,850)

0,783 (0,733 - 0,846)

ELMCoxBoost

0,833 (0,783 - 0,867)

0,833 (0,771 - 0,867)

0,817 (0,767 - 0,867)

0,817 (0,767 - 0,850)

ELMCoxEN

0,817 (0,750 - 0,850)

0,817 (0,750 - 0,850)

0,800 (0,733 - 0,850)

0,783 (0,733 - 0,833)

ELMmBoost

0,783 (0,717 - 0,833)

0,767 (0,717 - 0,833)

0,767 (0,700 - 0,817)

0,750 (0,683 - 0,800)
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Tablo 2. Degisen sansiir oranlarina gére yontemlerin duyarlilik, 6zgiilliik, dogruluk oranlari ile NTO ve PTO degerlerine iliskin tanimlayici

istatistikler (Devam)

Yontem

Sansiir Orani

%10

%30

%50

%70

NTO

Cox-L2

0,867 (0,771 - 0,926)

0,855 (0,778 - 0,917)

0,857 (0,774 - 0,920)

0,826 (0,750 - 0,900)

DTBA

0,833 (0,742 - 0,905)

0,830 (0,737 - 0,900)

0,826 (0,728 - 0,897)

0,800 (0,700 - 0,877)

ELMCox

0,857 (0,772 - 0,926)

0,849 (0,768 - 0,909)

0,840 (0,781 - 0,906)

0,816 (0,788 - 0,875)

ELMCoxBAR

0,849 (0,760 - 0,929)

0,842 (0,758 - 0,912)

0,839 (0,750 - 0,906)

0,820 (0,727 - 0,895)

ELMCoxBoost

0,863 (0,781 - 0,923)

0,857 (0,774 - 0,920)

0,857 (0,767 - 0,920)

0,833 (0,757 - 0,903)

ELMCoxEN

0,840 (0,756 - 0,913)

0,833 (0,758 - 0,909)

0,839 (0,746 - 0,904)

0,815 (0,727 - 0,897)

ELMmBoost

0,806 (0,712 - 0,886)

0,800 (0,700 - 0,882)

0,800 (0,706 - 0,875)

0,768 (0,667 - 0,857)

PTO

Cox-L;

0,818 (0,739 - 0,877)

0,821 (0,744 - 0,875)

0,818 (0,739 - 0,871)

0,810 (0,725 - 0,875)

DTBA

0,810 (0,731 - 0,865)

0,810 (0,730 - 0,865)

0,794 (0,710 - 0,857)

0,790 (0,690 - 0,857)

ELMCox

0,822 (0,742 - 0,875)

0,821 (0,739 - 0,872)

0,800 (0,692 - 0,868)

0,750 (0,600 - 0,849)

ELMCoxBAR

0,818 (0,733 - 0,871)

0,818 (0,746 - 0,875)

0,806 (0,719 - 0,368)

0,794 (0,710 - 0,865)

ELMCoxBoost

0,827 (0,750 - 0,875)

0,824 (0,750 - 0,875)

0,821 (0,733 - 0,875)

0,810 (0,733 - 0,875)

ELMCoxEN

0,815 (0,724 - 0,872)

0,807 (0,731 - 0,871)

0,800 (0,711 - 0,862)

0,794 (0,704 - 0,862)
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0,771 (0,668 - 0,842)

0,763 (0,652 - 0,840)
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Sekil 7. Degisen sansiir oranlarina gore sagkalim yontemlerinin 6zgiilliikk oranlarina iliskin kutu grafikleri
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Sekil 8. Degisen sansiir oranlarina gore sagkalim yontemlerinin dogruluk oranlarina iliskin kutu grafikleri
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Sekil 9. Degisen sansiir oranlarina gore sagkalim yontemlerinin NTO degerlerine iligkin kutu grafikleri
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Sekil 10. Degisen sansiir oranlarina gore sagkalim yontemlerinin PTO degerlerine iligkin kutu grafikleri
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Sagkalim yontemlerinin degisen sansiir oranina sahip veri setlerinde kisa donem sagkalim
durumu tahminindeki AUPR, AUC, F; skoru, kappa katsayis1 ve MKK degerlerine iliskin
bulgular Tablo 3 ve Sekil 11-15°te verilmistir.

Sansiir oran1 %10, %30, %50 ve %70 icin AUPR degerlerinin medyan degisim araligi
sirastyla 0,839-0,895; 0,836-0,893; 0,817-0,889 ve 0,807-0,879°dur. Cox-L», DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin AUPR degerlerine
iligkin medyan degisim araligi ise sirasiyla 0,869-0,889; 0,835-0,866; 0,831-0,893; 0,861-
0,890; 0,879-0,895; 0,858-0,880 ve 0,807-0,839’dur (Tablo 3 ve Sekil 11).

Sansiir orant %10, %30, %50 ve %70 i¢cin AUC degerlerinin medyan degisim aralig1
sirastyla 0,816-0,867; 0,808-0,865; 0,788-0,863 ve 0,776-0,851“dir. Cox-L., DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin AUC degerlerine
iliskin medyan degisim araligi ise sirasityla 0,843-0,866; 0,816-0,845; 0,811-0,863; 0,829-
0,858; 0,851-0,867; 0,829-0,850 ve 0,776-0,816’dir (Tablo 3 ve Sekil 12).

Sansiir oran1 %10, %30, %50 ve %70 i¢in F1 skoru degerlerinin medyan degisim araligi
sirastyla 0,773-0,825; 0,772-0,824; 0,754-0,818 ve 0,739-0,808°dir. Cox-L2, DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin F1 skoru
degerlerine iligkin medyan degisim aralig ise sirasiyla 0,800-0,824; 0,769-0,800; 0,776-0,820;
0,787-0,815; 0,808-0,825; 0,783-0,809 ve 0,739-0,773tiir (Tablo 3 ve Sekil 13).

Tim yontemlerin AUPR, AUC ve F1 skoru performanslari degisen sansiir oranina gore
incelendiginde; yontemlerin birbirine yakin performans gosterdikleri ve sansiir oranindaki
artigtan olumsuz olarak etkilendikleri, sansiir orani arttikga performanslarinin da buna bagl

olarak azaldig1 goriilmektedir (Tablo 3 ve Sekil 11-13).

Sansiir oran1 %10, %30, %50 ve %70 i¢in kappa degerlerinin medyan degisim araligi
sirastyla 0,535-0,634; 0,526-0,633; 0,500-0,626 ve 0,470-0,600°diir. Cox-L,, DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin kappa degerlerine
iliskin medyan degisim aralig1 ise sirastyla 0,585-0,633; 0,532-0,599; 0,529-0,628; 0,561-
0,622; 0,600-0,634; 0,558-0,602 ve 0,470-0,535’tir. Tiim yontemlerin ger¢ek durum ile orta
diizeyde uyumlu tahminlerde bulundugu ve birbirine yakin performans gosterdigi
goriilmektedir. Buna karsilik, tim senaryolarda gercek durum ile en ¢ok uyum gdsteren
tahminlerde bulunan modelin ELMCoxBoost, en az uyum gosteren tahminlerde bulunan

modelin ise ELMmBoost oldugu belirlenmistir. Ayrica sansiir orami arttikca yontemlerin
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tahmin degerleri ile ger¢ek durum arasindaki uyumun azaldigi da gézlenmektedir (Tablo 3 ve

Sekil 14).

Sansiir oran1 %10, %30, %50 ve %70 i¢in MKK degerlerinin medyan degisim araligi
sirastyla 0,551-0,645; 0,541-0,642; 0,519-0,634 ve 0,489-0,609dur. Cox-L2, DTBA, ELMCox,
ELMCoxBAR, ELMCoxBoost, ELMCoxEn ve ELMmBoost yontemlerinin MKK degerlerine
iliskin medyan degisim aralig1 ise sirasiyla 0,598-0,645; 0,546-0,606; 0,540-0,635; 0,576-
0,633; 0,609-0,643; 0,571-0,613 ve 0,489-0,551"dir. Tim yontemlerin ger¢cek durum ile pozitif
yonlii, orta diizeyde uyumlu tahminlerde bulundugu ve birbirine yakin performans gosterdigi
goriilmektedir. Buna karsilik, ger¢ek durum ile en iyi uyum gdsteren tahmin degerlerine sahip
modelin ELMCoxBoost, en kotli uyum gosteren tahmin degerlerine sahip modelin ise
ELMmBoost oldugu belirlenmistir. Ayrica sansiir orani arttik¢a yontemlerin gercek durumu

tahmin etmedeki uyumlarinin azaldigi da gézlenmektedir (Tablo 3 ve Sekil 15).

Tablo 2-3’te verilen sonuglara gore sagkalim yontemlerinin degisen sansiir oranina gore
performanslari birbirine yakin oldugu i¢in, yontemler arasindaki iliskilerin belirlenebilmesi
amaciyla duyarlilik, 6zgilliik, dogruluk orani, NTO, PTO, AUPR, AUC, F: skoru, kappa
katsayis1 ve MKK sonuglart kullanilarak asamali kiimeleme analizi yapilmis ve bu analiz
sonucu elde edilen dendrogramlar Sekil 16°da verilmistir. Sansiir oran1 %10 i¢in ELMCox,
ELMCoxBAR, ELMCoxBoost ve Cox-L> yontemlerinin ayni kiimede yer aldiklari; benzer
sekilde, DTBA ve ELMCoxEN yontemlerinin de birbirine yakin performans gostererek bir
kiime olusturduklar1 goriilmektedir (Sekil 16a). Sansiir oran1 %30 i¢in ise, tiim ydntemler
arasindan ELMCoxBoost ve Cox-L, yontemlerinin birbirine yakin performans gostererek bir
kiime olusturduklar: belirlenmistir. Buna ek olarak; ELMCox, ELMCoxBAR ve ELMCoxEN
yontemlerinin de birbirine yakin sonuglar verdigi goriilmiistiir (Sekil 16b). Veri setindeki
gozlemlerin %50’si sansiirlii ise ELMCoxBoost ve Cox-L2; ELMCoxXEN, ELMCoxBAR,
ELMCox ve DTBA ydntemlerinin birbirine benzer performans gostererek iki ayri kiime
icerisinde yer aldiklar1 bulgusuna ulagilmistir (Sekil 16¢). Sansiir oran1 %70’e ¢ikarildiginda
ise ELMCoxBoost ve Cox-L2 yontemlerinin performanslarinin birbirine yakin oldugu, bu
yontemlerin aym kiime icinde yer aldiklar1 belirlenmistir. Ayrica; DTBA, ELMCoxBAR ve
ELMCoxEN yontemlerinin de birbirine yakin performans gosterdikleri belirlenmistir (Sekil
16d). Sekil 5’teki sonuglara benzer sekilde; tiim senaryolarda ELMCoxBoost ve Cox-L;
yontemlerinin ayn1 kiime icinde yer aldigi, ELMmBoost yonteminin ise diger tim

yontemlerden ayristigi goriilmektedir (Sekil 16a-d).
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Tablo 3. Degisen sansiir oranlarina gore yontemlerin AUPR, AUC, F1 skoru, kappa katsayis1 ve MKK degerlerine iliskin tamimlayicr istatistikler

Yontemler

Sansiir Oram

%10

%30

%050

%70

AUPR

Cox-L,

0,889 (0,825 - 0,936)

0,886 (0,820 - 0,932)

0,880 (0,805 - 0,927)

0,869 (0,792 - 0,920)

DTBA

0,866 (0,789 - 0,918)

0,862 (0,785 - 0,917)

0,849 (0,763 - 0,911)

0,835 (0,741 - 0,899)

ELMCox

0,893 (0,827 - 0,938)

0,886 (0,824 - 0,935)

0,872 (0,785 - 0,930)

0,831 (0,658 - 0,911)

ELMCoxBAR

0,890 (0,823 - 0,935)

0,883 (0,824 - 0,934)

0,874 (0,798 - 0,928)

0,861 (0,781 - 0,912)

ELMCoxBoost

0,895 (0,833 - 0,939)

0,893 (0,833 - 0,940)

0,889 (0,818 - 0,935)

0,879 (0,809 - 0,929)

ELMCoxEN

0,880 (0,810 - 0,928)

0,879 (0,811 - 0,927)

0,865 (0,793 - 0,924)

0,858 (0,779 - 0,915)

ELMmBoost

0,839 (0,756 - 0,902)

0,836 (0,752 - 0,901)

0,817 (0,724 - 0,890)

0,807 (0,707 - 0,876)

AUC

Cox-L»

0,866 (0,815 - 0,908)

0,862 (0,814 - 0,904)

0,861 (0,798 - 0,904)

0,843 (0,785 - 0,888)

DTBA

0,845 (0,789 - 0,888)

0,839 (0,784 - 0,885)

0,830 (0,767 - 0,882)

0,816 (0,749 - 0,863)

ELMCox

0,863 (0,812 - 0,907)

0,854 (0,800 - 0,903)

0,846 (0,769 - 0,895)

0,811 (0,500 - 0,872)

ELMCoxBAR

0,858 (0,807 - 0,902)

0,853 (0,800 - 0,897)

0,845 (0,782 - 0,895)

0,829 (0,770 - 0,877)

ELMCoxBoost

0,867 (0,820 - 0,908)

0,865 (0,814 - 0,907)

0,863 (0,803 - 0,905)

0,851 (0,795 - 0,891)

ELMCoxEN

0,850 (0,795 - 0,896)

0,846 (0,789 - 0,895)

0,840 (0,776 - 0,890)

0,829 (0,764 - 0,877)

ELMmBoost

0,816 (0,755 - 0,869)

0,808 (0,741 - 0,869)

0,788 (0,721 - 0,856)

0,776 (0,707 - 0,836)

F1 skoru

Cox-L»

0,824 (0,768 - 0,875)

0,821 (0,762 - 0,871)

0,815 (0,746 - 0,873)

0,800 (0,727 - 0,857)

DTBA

0,800 (0,737 - 0,853)

0,800 (0,725 - 0,857)

0,787 (0,714 - 0,842)

0,769 (0,696 - 0,833)

ELMCox

0,820 (0,755 - 0,872)

0,812 (0,746 - 0,872)

0,800 (0,727 - 0,862)

0,776 (0,696 - 0,840)

ELMCoxBAR

0,815 (0,759 - 0,868)

0,811 (0,746 - 0,866)

0,800 (0,730 - 0,857)

0,787 (0,710 - 0,848)

ELMCoxBoost

0,825 (0,767 - 0,877)

0,824 (0,765 - 0,875)

0,818 (0,750 - 0,872)

0,808 (0,744 - 0,862)

ELMCoxEN

0,809 (0,745 - 0,857)

0,807 (0,742 - 0,861)

0,794 (0,722 - 0,852)

0,783 (0,711 - 0,846)

ELMmBoost

0,773 (0,704 - 0,831)

0,772 (0,696 - 0,833)

0,754 (0,667 - 0,819)

0,739 (0,667 - 0,806)
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Tablo 3. Degisen sansiir oranlarina gore yontemlerin AUPR, AUC, F1 skoru, kappa katsayis1 ve MKK degerlerine iligkin tanimlayici istatistikler

(Devam)

Yontemler

Sansiir Oram

%10

%030

%050

%70

Kappa

Cox-L»

0,633 (0,531 - 0,729)

0,632 (0,525 - 0,718)

0,622 (0,503 - 0,723)

0,585 (0,481 - 0,690)

DTBA

0,599 (0,491 - 0,681)

0,579 (0,478 - 0,675)

0,558 (0,457 - 0,661)

0,532 (0,418 - 0,629)

ELMCox

0,628 (0,523 - 0,724)

0,615 (0,500 - 0,702)

0,590 (0,452 - 0,699)

0,529 (0,434 - 0,638)

ELMCoxBAR

0,622 (0,514 - 0,701)

0,602 (0,503 - 0,700)

0,595 (0,476 - 0,697)

0,561 (0,458 - 0,661)

ELMCoxBoost

0,634 (0,539 - 0,729)

0,633 (0,527 - 0,722)

0,626 (0,510 - 0,726)

0,600 (0,502 - 0,697)

ELMCoxEN

0,602 (0,499 - 0,698)

0,598 (0,492 - 0,696)

0,585 (0,462 - 0,685)

0,558 (0,446 - 0,659)

ELMmBoost

0,535 (0,430 - 0,634)

0,526 (0,406 - 0,633)

0,500 (0,383 - 0,611)

0,470 (0,352 - 0,571)

MKK

Cox-L2

0,645 (0,545 - 0,733)

0,642 (0,535 - 0,724)

0,632 (0,523 - 0,731)

0,598 (0,500 - 0,694)

DTBA

0,606 (0,504 - 0,686)

0,594 (0,497 - 0,690)

0,569 (0,473 - 0,667)

0,546 (0,443 - 0,636)

ELMCox

0,635 (0,540 - 0,730)

0,628 (0,530 - 0,714)

0,600 (0,529 - 0,702)

0,540 (0,444 - 0,654)

ELMCoxBAR

0,633 (0,534 - 0,713)

0,621 (0,525 - 0,706)

0,603 (0,495 - 0,702)

0,576 (0,476 - 0,667)

ELMCoxBoost

0,643 (0,558 - 0,734)

0,642 (0,546 - 0,728)

0,634 (0,530 - 0,731)

0,609 (0,519 - 0,700)

ELMCoxEN

0,613 (0,514 - 0,700)

0,605 (0,505 - 0,700)

0,597 (0,482 - 0,694)

0,571 (0,468 - 0,668)

ELMmBoost

0,551 (0,455 - 0,644)

0,541 (0,432 - 0,649)

0,519 (0,407 - 0,624)

0,489 (0,380 - 0,589)
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Sekil 11. Degisen sansiir oranlarina gore sagkalim yontemlerinin AUPR degerlerine iliskin kutu grafikleri
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Sekil 12. Degisen sansiir oranlarina gore sagkalim yontemlerinin AUC degerlerine iliskin kutu grafikleri
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Sekil 13. Degisen sansiir oranlarina gore sagkalim yontemlerinin F1 skoru degerlerine iliskin kutu grafikleri
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Sekil 14. Degisen sansiir oranlarina gore sagkalim yontemlerinin kappa degerlerine iliskin kutu grafikleri
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Sekil 15. Degisen sansiir oranlarina gore sagkalim yontemlerinin MKK degerlerine iligkin kutu grafikleri
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Sekil 16. Degisen sansiir oranlarina gére modellerin kisa donem sagkalim durumu tahmin

performanslar1 arasindaki iliskileri gdsteren dendrogram grafikleri
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5. TARTISMA

Teknolojinin ilerlemesiyle birlikte kolaylasan veri toplama ve saklama siireci, Vveri
boyutunda artisa neden olmakla birlikte; bu verilerin analizi i¢in 6zel yontemlere gereksinim
duyulmasini beraberinde getirmistir. Saglik alanindaki yiiksek boyutlu veriler, hastalar
hakkinda ¢ok fazla bilgi barindirdig1 i¢in; bu verilerin modellenmesi, kanser gibi ¢ok 6nemli
hastaliklarin erken teshisi, kisa ve uzun doénem risklerinin belirlenmesi agisindan oldukga
onemlidir. Yiiksek boyutlu verilerin modellenmesi icin, boyut yiiksekliginin neden oldugu
coklu dogrusal baglanti, uzun islem siiresi, bulgularin yorumlanma zorlugu gibi problemlerin
ortadan kaldirilarak uygun olan analiz yonteminin belirlenmesi biiyiik 6nem arz etmektedir.
Klasik sagkalim analizi yontemleri p>n oldugunda dogrudan uygulanamadiklarindan, yiiksek
boyutlu sagkalim verilerinin analizinde bu yontemlerin kullanilabilmesi igin veri boyutunun
indirgenmesi gereklidir. Boyut indirgemeye dayali analizler, verinin biiyiik bir kismini temsil
eden bilesenleri tahmin etmek ve sagkalim ile iliskili bagimsiz degiskenleri elde etmek
amaciyla uygulanmaktadir. (Bair ve Tibshirani, 2004), n=100 birim ve p=5000 gen ifade degeri
tireterek olusturduklar1 yiiksek boyutlu sagkalim verilerinin analizinde, DTBA yo6nteminin
performansini denetimli ve denetimsiz yontemlerle karsilastirmiglardir. Elde ettikleri sonuglara
gore; yari-denetimli bir yontem olan DTBA yonteminin, denetimli ve denetimsiz olan
yontemlerden oldukga yiiksek performans sergiledigini rapor etmislerdir. 1000 dongii ile
gerceklestirilen ¢alismamizda ise; n=200 ve p=1000 gen ifade degerinden olusan yiiksek
boyutlu sagkalim verileri tiiretilmistir. Tiiretilen verilerin DTBA, SELM ve Cox-L, yontemleri
ile analiz edilmesi sonucu, sansiir orant %70 oldugunda ELMCoxBoost ve Cox-L»
yontemlerinin sagkalim stiresi tahminindeki performanslarinin DTBA yontemine yakin oldugu
goriilmiistiir. Yontemlerin kisa donem sagkalim durumu tahminindeki performanslarina
bakildiginda, sansiir oran1 %10 icin ELMCO0XEN; %50 i¢in ELMCoXEN, ELMCoxBAR ve
ELMCox; %70 icin ELMCoxBAR ve ELMCoXEN yo6ntemlerinin DTBA y6ntemine benzer

sonuglar verdikleri belirlenmistir.

Yiiksek boyutlu sagkalim verilerinde, sagkalim ile iliskili degiskenler belirlenerek veri
boyutu indirgenmesine ragmen degisken sayis1 gozlem sayisindan yine de fazla olabilir. Bu
sebeple, yiiksek boyutlu sagkalim verilerini boyut indirgemeden dogrudan analiz edebilen

SELM yontemleri 6nerilmistir. SELM ydntemlerinin tercih edilmesinin sebeplerinden biri de
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gergek veri setlerini diger yontemlerden daha basarili performansla analiz etmeleridir (Dhillon

ve Singh, 2020; Sun ve digerleri., 2018).

Yiiksek boyutlu sagkalim verilerinin analizinde, uygun olan yontemin belirlenmesini
gerektiren bir diger unsur ise sansiir oranidir. Aragtirmalarda veri yapisina en uygun olan analiz
yonteminin segilmesi, analiz siirecinde biliylik rol oynamaktadir. Sansiir orani, sagkalim
verilerinin karakteristik bir 6zelligi oldugundan en basarili analiz yontemi de veriden veriye
degisebilmektedir. (Wang ve Zhou, 2018); sansiir oran1 %27,1 ve %68,3 arasinda degisen
yiiksek boyutlu alt1 ger¢ek sagkalim veri setinde ELMBJEN, ELMCoxEN, ELMCoxBoost ve
ELMmBoost yontemlerini RSFL, RSFM, RSFC, Cox-L: ve Cox-L. yontemleri ile
karsilagtirmistir.  Yaptiklar1 analiz sonucunda elde ettikleri C-indeks degerlerine gore,
calismalarinda kullandiklar1 veri setlerinin dort tanesinde ELMBJEN ve ELMCOoXEN; bir
tanesinde ELMCoxBoost ve ELMmBoost yontemlerinin en iyi performans gosteren yontemler
oldugunu; bir tanesinde ise tiim yontemlerin performanslarinin birbirine ¢ok yakin oldugunu
rapor etmislerdir. Buna ek olarak, yontemlerin tiim veri setlerindeki C-indeks degerlerinin
ranklarina gore yaptiklar1 karsilagtirmada ise SELM yontemleri arasindan ELMBJEN ve
ELMCoxEN yontemlerinin 6ne ¢ikan yontemler oldugunu ifade etmislerdir. Yiiksek boyutlu
sagkalim verilerinin analiz edilmesi i¢in birbirine ¢ok yakin sonuglar veren yontemler arasindan
hangisinin en uygun yontem oldugunun tespit edilmesi siireci gergek veri setlerinin analiz
edilmesine karsi simiilasyon ile daha kolay yonetilebilir bir durumdur. Bu ¢alismada, degisen
sansiir oranina gore tiim performans degerlendirme Kriterlerinden elde edilen sonuglara asamali
kiimeleme analizi uygulandiginda; ELMCoxBoost ve Cox-L, yontemlerinin performanslarinin
birbirine ¢ok yakin oldugu, dolayisiyla bu yontemlerin birbirlerinin yerine kullanilabilecegi

gosterilmistir.

SELM yontemleri ve bu yontemlere iliskin parametreler esnek oldugundan, sagkalim
verilerinin SELM yontemleri ile analiz edilmesinde sansiir oraninin yani sira, kullanilan
cekirdek fonksiyonunun tiirii ve parametre degerleri de sonuglar etkileyebilmektedir. Bu
sebeple; yontemleri dogrudan karsilastirmadan once, modellere iliskin en uygun parametre
belirlenmelidir. (Wang ve Li, 2019), gelistirdikleri ELMCoxBAR yontemini farkli bagimsiz
degisken sayisi, hazard fonksiyonu sekil parametresi ve ¢ekirdek fonksiyonuna gore tiiretilmis
veri setlerinin yani sira sansiir orani %32,09 ve %78,57 arasinda degisen dokuz gercek veri
setinde uygulamiglardir. Elde ettikleri bulgulara gére, ELMCoxBAR modelinin RBF ile
egitilmesinin zaman alic1 oldugunu, veri yapisina uygun olmayan g¢ekirdek fonksiyonu
kullanildiginda dahi ELMCoxBAR modelinin saglam performans gosterdigini ve ¢ parametre
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degerinden ¢ok etkilenmedigini belirterek modelin egitimi asamasinda RBF yerine dogrusal
¢ekirdek fonksiyonunun kullanilmasini 6nermislerdir. Bu ¢alismanin bulgulari ile denemeler
sonucu elde ettigimiz bulgulara dayanarak, ¢alismamizda ELMCoxBAR modelinin egitilmesi
asamasinda dogrusal g¢ekirdek fonksiyonu ve ¢=0,5 parametresi kullanilmis; ELMCoxBAR

modelinin performansinin, artan sansiir oranindan olumsuz olarak etkilendigi belirlenmistir.

SELM modelleri, yiiksek boyutlu sagkalim verilerinin analizi ig¢in alternatif olarak
Onerilmelerinin  yam1  sira, diisik boyutlu sagkalim verilerinin  analizinde de
kullanilabilmektedir. (Dhillon ve Singh, 2020) ise, meme kanseri hastalarina iligkin patolojik
goriintiileri iceren diisiik boyutlu gercek genomik sagkalim veri setini ELMBJ, ELMBIJEN,
ELMCox, ELMCoxEN, ELMCoxBoost ve ELMmBoost yontemleriyle analiz etmistir.
Yaptiklar1 analiz sonunda, yontemlerin meme kanseri hastalarinin 5-yillik sagkalim durumuna
iligkin tahmin performanslarin1 karsilastirmistir. Calismalarinin  sonuglarina gore, tim
yontemlerin birbirine yakin performans gosterdigini; ancak, ELMmBoost yonteminin diger
yontemlerden daha 6ne ¢iktigini ifade etmislerdir. (Yang ve digerleri., 2021), diisiik boyutlu
sagkalim verilerinin analizinde ELMCox, RSF ve Cox-Li yontemlerini kullandiklari
simiilasyon ¢alismalarinda, sansiir orani1 arttikca ELMCox modelinin daha ko6tii performans
sergiledigini gostermislerdir. Ayrica; sansiir orant %25 iken ELMCox ve RSF modellerinin
performanslarinin neredeyse aymi olduguna ve Cox-Li modelinin diger iki yonteme kiyasla

biraz daha kétii performans gosterdigine dikkat ¢gekmislerdir.

Literatiirde yer alan az sayidaki ¢alismanin sonuglarina paralel olarak, bu ¢aligmada da
sansiir orani daha az oldugunda SELM, DTBA ve Cox-L yontemlerinin daha iyi performans
sergiledikleri belirlenmistir. (Wang ve Zhou, 2018)’nun gergek veri setleriyle yaptiklar
calismalarinda oldugu gibi, bu tez ¢alismasinda da ELMCoxBoost yontemi en iyi performans
gosteren yontem olarak 6ne ¢ikmistir; ancak, (Dhillon ve Singh, 2020)’in ¢alismasinda oldugu
gibi yontemlerin performanslart arasinda c¢ok biiylik farkliliklar olmadigi goriilmistiir.
Modellerin teorik yapist incelendiginde; yinelemesiz 6grenme yapisi ile tek &grenme
parametresinin gizli ve ¢iktt katmanlari arasindaki agirliklar olmasi nedeniyle SELM
modellerinin gelencksel algoritmalara gore ¢ok daha hizli 6grendigi bilinmektedir. Ayrica,
diger modeller tarafindan kullanilan gradyan inis tabanli optimizasyon yontemleri modellerin
genelleme yetenegini azalttigi i¢in, SELM modellerinin yinelemesiz 6grenme yapisi rastgele
parametrelerle optimal bir ¢6zilim saglamaktadir. Bunun yani sira, gizli diglim parametrelerinin
ayarlanmasi gerekmedigi gibi karmasik bir parametre ayarlama islemi de gerektirmedigi i¢in
SELM modelleri diger modellere gore daha tercih edilebilirdir.
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6. SONUC VE ONERILER

Sansiir oran1 %10, %30, %50 ve %70 olacak sekilde n=200 birim ve p=1000 gen ifade
degeri i¢in 1000 dongii ile gergeklestirilen simiilasyon ¢alismamizda yiiksek boyutlu sagkalim
verileri tiiretildi. Tiretilen sagkalim verilerinde Cox-L,, DTBA, ELMCox, ELMCoxBAR,
ELMCoxBoost, ELMCoxEN, ve ELMmBoost yontemleri ile sagkalim siiresi ve kisa donem
sagkalim durumu tahmini yapildi. Yontemlerin sagkalim siiresi tahminine iligkin
performanslart C-indeks ve IBS performans oOlciitleri ile; kisa donem sagkalim durumu
tahminine iligskin performanslari ise duyarlilik, 6zgiilliikk, dogruluk orani ile NTO, PTO, AUPR,
AUC, F; skoru, kappa katsayis1 ve MKK performans 6l¢iitleri ile karsilastirildi. Birbirine yakin

performans gosteren yontemler asamali kiimeleme analizi ile belirlendi.

Modellerin sagkalim siiresi tahmin performanslarinin sansiir oranina goére degisiklik
gosterdigi belirlendi. Bu degisimin sansiir oranindaki degisim ile ters yonlii oldugu, sansiir
orani arttikca modellerin sagkalim siiresi tahmin performanslarinin distiigii gézlendi. C-indeks
ve IBS sonuglari ile uygulanan asamali kiimeleme analizine gore sansiir oran1 %10 ve %30 olan
yliksek boyutlu sagkalim verilerini ELMCoxBoost, Cox-L,, ELMCox ve ELMCoxBAR
modellerinin benzer performansla analiz ettigi gozlendi. %50 sansiirlii gézlem oranina sahip
veri setlerinin analiz bulgularina gore ise ELMCox, Cox-L> ile ELMCoxBoost modellerinin,
bunun yani sira; ELMCoxEN ile ELMCoxBAR modellerinin birbirlerine yakin sonuglar
verdigi belirlendi. Sansiir oran1 %70 oldugunda ise ELMCox, ELMCoxEN ve ELMCoxXBAR,;
ELMCoxBoost, Cox-L> ve DTBA yoOntemlerinin birbirine yakin performans gosterdigi

gozlendi.

Modellerin kisa donem sagkalim durumu tahmin performanslarina iligkin sonuglar
incelendiginde ise performanslarin birbirine yakin oldugu tespit edildi. Duyarlilik, 6zgiilliik,
dogruluk oran1 ile NTO, PTO, F1 skoru, AUPR, AUC, kappa katsayis1 ve MKK sonuglari ile
uygulanan agsamali kiimeleme analizine gore sansiir orant %10 olan yiiksek boyutlu sagkalim
verilerini ELMCox, ELMCoxBAR, ELMCoxBoost ile Cox-L2; DTBA ile ELMCoxEN
modellerinin benzer performansla analiz ettigi gézlendi. %30 sansiir oranina sahip sagkalim
verilerinin analizinde ise ELMCoxBoost ile Cox-L2; ELMCox, ELMCoxBAR ile ELMCoxEN
modellerinin yakin sonuglar verdigi belirlendi. Veri setindeki gozlemlerin yarisi sansiirlii
oldugunda ise ELMCoxBoost ile Cox-L2; ELMCoXEN, ELMCoxBAR, ELMCox ile DTBA
yontemlerinin birbirine benzer performans gosterdigi gozlendi. Sansiir oran1 %70 oldugunda
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ise, ELMCoxBoost ile Cox-L2; DTBA, ELMCoxBAR ile ELMCoxEN yo6ntemlerinin birbirine

yakin performans gosterdikleri bulundu.

Sonug olarak; ¢alismamizda yiiksek boyutlu sagkalim verilerinin analizinde kullanilan
sagkalim analizi yOntemleri, sansiir oranindaki artistan olumsuz olarak etkilenmektedir.
Modellerin kismi logaritmik olabilirlik fonksiyon yapist nedeniyle, sansiir oranindaki artis,
tahminlerin hatasim artirarak modelin tahmin performansini diistirmektedir. Modeller birbirine
yakin performans gosterse de tiim sansiir senaryolarindaki ortak ¢ikarim ELMCoxBoost ve
Cox-L2 yontemlerinin birbirleri yerine kullanilabilir oldugudur. Cezali modellerde ceza
parametresinin veri yapisina en uygun degerinin belirlenmesi gerektiginden uygulanmasi daha
pratik olan ELMCoxBoost yontemi Cox-L, yontemi yerine tercih edilebilir. Veri setinde
degisken sayisinin fazla olmasi, parametre optimizasyon siireci ve simiilasyon dongii
sayisindan dolay1 ¢ok zaman alan analiz siireci, yiiksek boyutlu sagkalim verileri i¢in en uygun
yontemin belirlenmesinde karsilasilan 6nemli bir problemdir. Buna karsilik, farkli veri
yapilarinin analizinden elde edilecek sonuglar degiskenlik gosterebileceginden, farkli veri
setlerinde ayn1 amagla kullanilan bu yontemlerden en uygun olani simiilasyon calismalariyla

denetlenerek belirlenmelidir.

Bu c¢alisma, degisen sansiir oranlarina gore tiiretilmis yliksek boyutlu sagkalim
verilerinde bu yontemlerin performanslarini ve birbirlerine benzerliklerini belirlemek acisindan
literatiire bilimsel katkida bulunmaktadir. DTBA gibi boyut indirgeme yontemlerinin ve cezali
modellerin yerine yliksek boyutlu sagkalim verilerini 6zellikle dogrudan analiz edebilen SELM
modellerinin kullanilabilirligi bu ¢alismayla ortaya konmaktadir. Calismamizi 6zgiin kilan
baska bir durum ise; DTBA, Cox-L> ve SELM yontemleri ile hem sagkalim siiresi hem de kisa
donem sagkalim durumu tahmini yapilan literatiirde baska bir simiilasyon caligmasinin

olmamasidir.
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